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RÉSUMÉ

Les émotions jouent un rôle central dans l’interaction et la compréhension humaine, et

leur détection précise a un impact significatif dans des domaines tels que l’éducation,

la santé mentale et les interfaces utilisateur. Des études ont montré que l’engagement

émotionnel est crucial dans l’amélioration des résultats d’apprentissage dans les plate-

formes d’apprentissage en ligne.

Dans ce travail, nous proposons une approche pour la détection automatique de l’engagement

émotionnel des apprenants dans les plateformes d’apprentissage en ligne. L’approche pro-

posée est basée sur l’analyse des avis des apprenants pour pouvoir détecter leurs émotions.

Les Machines à Vecteurs de Supports (SVM), la classification Naive Bayésienne (NB), et

le modèle de Bidirectional Encoder Representations from Transformers (BERT) ont été

utilisés dans la détection des émotions. Le modèle de BERT a montré une grande capacité

dans le détection des émotions à partir du langage naturel.

Mots clès: Engagement émotionnel, BERT, SVM, NB, Langage naturel, Détection au-

tomatique.
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ABSTRACT

Emotions play a central role in human interaction and understanding, and their accurate

detection has a significant impact in fields such as education, mental health, and user in-

terfaces. Studies have shown that emotional engagement is crucial in improving learning

outcomes in online learning platforms.

In this work, we propose an approach for the automatic detection of learners’ emotional

engagement in online learning platforms. The proposed approach is based on analyz-

ing learners’ feedback to detect their emotions. Support Vector Machines (SVM), Naive

Bayes classification (NB), and the Bidirectional Encoder Representations from Transform-

ers (BERT) model have been used in emotion detection. The BERT model has shown

great capability in detecting emotions from natural language.

Keywords: Emotional engagement, BERT, SVM, NB, Natural language, Automatic de-

tection.
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RÉSUMÉ I
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III.2 Les valeurs des paramètres du modèle . . . . . . . . . . . . . . . . . . . . . 39

III.3 Résultats de la classification SVM . . . . . . . . . . . . . . . . . . . . . . . 41

III.4 Résultats de la classification NB . . . . . . . . . . . . . . . . . . . . . . . . 42

III.5 Résultats de la classification BERT. . . . . . . . . . . . . . . . . . . . . . . 42

X



INTRODUCTION GENERALE

L’apprentissage en ligne devient de plus en plus l’option d’apprentissage la plus popu-

laire. Comme l’affirment de nombreux chercheurs [6], l’émotion est considérée comme

un élément essentiel de l’apprentissage en ligne. Il semble jouer un rôle essentiel au

cœur de l’apprentissage, en influençant les processus cognitifs comme l’attention et la

mémorisation des informations [7]. Les travaux antérieure ont montré que la gestion

et la régulation des émotions étaient étroitement liées à l’engagement émotionnel dans

le contexte de l’apprentissage en ligne [8]. En d’autres termes, le manque de capacité

à réguler les émotions peut entrâıner de mauvaises conditions d’engagement émotionnel

en ligne. L’engagement émotionnel fait référence aux émotions et aux intérêts des ap-

prenants envers l’apprentissage et les autres participants. Contrairement à l’apprentissage

en présentiel, l’absence de l’émotion de communication émotionnelle en face à face dans

les environnements el ligne provoque l’isolement des apprenants, une mauvaise régulation

émotionnelle et un manque d’engagement[9].

Des d’études importantes ont accordé une attention considérable à la prédiction de l’engagement

émotionnel dans les environnements d’apprentissage el ligne.

L’objectif de ce travail est de proposer une approche pour la détection automatique au-

tomatique de l’engagement émotionnelle dans un environnement d’apprentissage en ligne,

en exploitant les avis des apprenants envers les ressources d’apprentissage présentés par

leurs enseignants.

Trois techniques ont été exploitées pour la détection automatique des émotions des ap-

pranents. Les deux premières issues des techniques de Machine Learning, à savoir: les

Machines à Vecteurs de Supports (SVM) et la classification Naive Bayésienne (NB). La

troisième technique est un modèle de Deep Learning orienté traitement automatique des

langques, appelée BERT abréviation de Bidirectional Encoder Representations from Trans-

formers.

Bert s’adosse à la technologie des transfomers pour ingérer des données séquentielles. Ce

qui les rend particulièrement bien adaptés au traitement du langage naturel. L’innovation

1



INTRODUCTION GENERALE

clé de Bert consiste à mettre en œuvre l’entrâınement bidirectionnel du transformer. Con-

trairement aux modèles de langue unidirectionnels, qui traitent le texte saisi de manière

séquentielle, de gauche à droite ou de droite à gauche, l’encodeur mis en œuvre par Bert

lit l’ensemble de la séquence de mots en une fois.

Pour valider l’approche proposée, des tests ont été faites sur la base de donnes collectée

du site web Mark My Professor[10]. Cette base de données est constituée de 5200 avis

d’apprenants concerant les cours présentés par leurs professeuf.

Le mémoire est organisé comme suit:

Le premier chapitre de ce mémoire présente un aperçu sur l’analyse des émotions et les

techniques de détection des émotions.

Dans le deuxième chapitre, nous présentons la conception de notre système. nous décrivons

le processus suivie par l’approche proposée, ainsi que les techniques de détection utilisées.

Le troisième chapitre est consacré à l’implémentation de notre système. Nous décrivons

l’environnement de travail, ainsi que les bibliothèques utilisés. Les résulats obtenus sont

présentés à la fin du chapitre.

Le mémoire est achevé par une conclusion générale et quelques perspectives.

2



CHAPTER I

L’ENGAGEMENT ÉMOTIONNEL

I.1 Introduction

L’engagement des apprenants dans l’apprentissage en ligne est effectivement l’une des

préoccupations majeures dans beaucoup de travaux de recherches [11]. L’engagement

est un facteur essentiel du processus d’apprentissage, car il joue un rôle important dans

les résultats scolaires et la motivation des élèves. Il a été démontré que l’engagement

émotionnel, en particulier, a un impact sur la réussite scolaire, les compétences sociales .

Avec la popularité croissante des environnements d’apprentissage en ligne, il est essentiel de

comprendre et de mesurer l’engagement émotionnel des étudiants dans ces environnements.

I.2 Définition de l’engagement

L’engagement comme l’investissement psychologique et l’effort dirigés vers l’apprentissage,

la compréhension, la mâıtrise des connaissances, le développement des compétences ou des

habiletés qui sont attendus [12]. Les recehrches confirment que si les apprenants sont bien

angagés, ils participeront plus activement aux activités d’apprentissage [11].

L’engagement envers l’apprentissage est lié au niveau de participation psychologique de la

personne apprenante à l’activité et peut mieux prédire les réalisations en apprentissage.[13]

I.3 Type d’engagement

L’engagement d’apprentissage dans les discussions du forum est un concept multidimen-

sionnel composé de trois composantes principales : l’engagement émotionnel, cognitif et

comportemental.
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I.3.1 Emotionel

L’engagement émotionnel dans l’apprentissage en ligne implique la création d’un lien entre

l’apprenant et le matériel d’apprentissage par l’évocation d’émotions [14].Il se réfert aux

réactions émotionnelles envers le contenu et le contexte d’apprentissage [14]. Cela peut

être réalisé par diverses méthodes, telles que l’intégration de scénarios de la vie réelle, la

narration, les jeux de rôle ou la création d’un lien personnel avec le matériel. En faisant ap-

pel aux émotions de l’apprenant, l’apprentissage en ligne peut accrôıtre sa motivation, son

attention et son intérêt, ce qui permet de mieux comprendre la matière et de mieux retenir

les informations. De plus, l’engagement émotionnel peut également favoriser l’empathie

et la compréhension du point de vue des autres, contribuant ainsi à l’efficacité globale de

l’expérience d’apprentissage.

I.3.2 Cognitive

Dans l’apprentissage en ligne, l’engagement cognitif fait référence au niveau d’implication

mentale active et d’attention qu’un apprenant porte au matériel d’apprentissage. Il im-

plique de réfléchir et de traiter activement les informations présentées, plutôt que de sim-

plement les recevoir passivement. L’engagement cognitif dans l’apprentissage en ligne peut

être facilité par des activités interactives et stimulantes, telles que des tâches de résolution

de problèmes, des simulations et des discussions. Il exige un effort de la part de l’apprenant

et peut conduire à une compréhension plus profonde du matériel et à une meilleure rétention

de l’information. En engageant les apprenants sur le plan cognitif, l’apprentissage en ligne

peut aider à développer des compétences de pensée critique et encourager l’apprentissage

indépendant.

I.3.3 Comportemantale

Dans l’apprentissage en ligne, l’engagement comportemental fait référence au niveau de

participation active et d’interaction d’un apprenant avec le matériel d’apprentissage. Ce

type d’engagement implique de répondre physiquement au matériel par des actions telles

que cliquer sur des liens, taper des réponses ou déplacer des objets dans des simulations.

L’engagement comportemental dans l’apprentissage en ligne peut être facilité par des ac-

tivités interactives qui demandent à l’apprenant de prendre des mesures en réponse au

matériel, comme des quiz, des jeux ou des simulations interactives. En demandant aux ap-

prenants de s’engager activement dans le matériel, l’apprentissage en ligne peut contribuer

à améliorer leur compréhension du matériel et à accrôıtre la rétention de l’information.

De plus, l’engagement comportemental peut également accrôıtre la motivation et l’intérêt

pour le processus d’apprentissage.
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I.4 Définition de l’émotion

L’émotion est l’expression globale de l’état physiologique et psychologique d’une personne,

la reconnaissance des émotions a été proposée dans les années 1990s [15]

I.5 Les applications de l’émotion

Avec le développement rapide de la science et de la technologie, la reconnaissance des

émotions est largement utilisée dans différents domaines tels que l’interaction homme-

machine(IHM) [16] , le e-learning[17], la médecine [18], l’analyse psychologique [19], la

surveillaance de la sécurité [20], le pilotage intelligent [21], et l’industrie du divertissement

[22].

La reconnaissance des émotions peut être obtenue en utilisant différentes méthodes de

détection et différents capteurs. Les capteurs sont combinés avec des modèles algorith-

miques avancés et des données riches pour former des systèmes d’interaction homme-

ordinateur[23]. Dans le domaine du e-learning [24], la reconnaissance des émotions peut être

utilisée pour détecter le statut d’apprentissage des apprenants et pour améliorer l’efficacité

de l’apprentissage et prédire les résultats d’apprentissage. Dans le domaine de la médecine

[25], les émotions peuvent être utilisées pour détecter l’état pschycologique des patients

et améliorer l’éfficacité médicale. Dans le domaine de la psychanalyse [26], la reconnais-

sance des émotions de peut être utilisée pour aider à découvrir si une personne souffre

d’autisme ou non. Dans les interrogatoires des suspects, la reconnaissance des émotions

peut être utilisée dans le test d’authenticité [27]. Dans le domaine de la surveillance de

sécurité, la nreconnaissance des étmotions peut être utilisée pour détecter l’état de som-

nolence du conducteur afin d’améliorer la sécurité de la conduite [28]. Cette technique

peut également être utilisée pour identifier les émotions des personnes âgées, des nour-

rissons et des personnes atteintes de maladies particulières qui ne peuvent pas exprimer

clairement leurs émotions [29]. La reconnaissance des émotions peut être obtenue en util-

isant différentes méthodes de détection et différents capteurs (sensors). Les capteurs sont

combinés avec des modèles algorithmiques avancés et des données riches pour former des

systèmes d’interaction homme-ordinateur[23] ou des systèmes robots. Dans le domaine du

e-learning [24], la reconnaissance des émotions peut être utilisée pour détecter le statut

d’apprentissage des apprenants et pour améliorer l’efficacité de l’apprentissage et prédire

les résultats d’apprentissage. Dans le domaine de la psychanalyse [26], il peut être utilisé

pour aider à analyser si une personne souffre d’autisme. Cette technique peut également

être utilisée pour identifier les émotions des personnes âgées, des nourrissons et des per-

sonnes atteintes de maladies particulières qui ne peuvent pas exprimer clairement leurs

émotions [29].
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I.6 Sensors ou capteurs pour la reconnaissance de l’ém-

otion

Les capteurs utilisés pour la reconnaissance des émotions comprennent principalement des

capteurs visuels, des capteurs audio, des capteurs radar et d’autres capteurs de signaux

physiologiques qui peuvent collecter des signaux de différentes dimensions, et en même

temps utiliser certains algorithmes pour réaliser une analyse émotionnelle. Différents cap-

teurs ont différentes applications dans la reconnaissance des émotions. Le tableau I.1

répertorie les avantages et les inconvénients de différents capteurs pour la reconnaissance

des émotions.

Capteurs Avantages Inconvénients

Capteurs
visuels

Collecte de données simple
grande évolutivité

Restreint par la lumière
facile de causer
des fuites de confidentialité.

Capteurs
audio

Faible coût
Large éventail d’applications

Manque de robustesse pour
l’analyse de sentiments complexes

Capteurs
radar

Surveillance à distance des
signaux physiologiques

Le mouvement radial peut
causer des perturbations

Capteurs
texte

Grande quantité de données
Traitement rapide

Précision limitée
Dépendance du langage

Autres capteurs
physiologiques

Possibilité de surveiller
les signaux physiologiques
représentant une émotion réelle

Invasif, nécessite d’être porté
près de la surface de la peau.

Fusion
multi-capteurs

Informations collectées plus riches
plus grande robustesse

Les informations multicanaux
doivent être synchronisées
Le calcul de suivi est
Relativement important

Table I.1: Avantages et inconvénients des différents capteurs pour la reconnaissance des
émotions.[1]

I.6.1 Capteurs visuels

La reconnaissance des émotions basée sur des capteurs visuels est l’une des méthodes de

reconnaissance des émotions les plus courantes. Elle présente l’avantage d’être peu coûteuse

et permet une collecte de données simple. À l’heure actuelle, les capteurs visuels sont

principalement utilisés pour la reconnaissance des expressions faciales (FER) [30] afin de

détecter les émotions ou pour la technologie de photopléthysmographie à distance (rPPG)

afin de détecter le rythme cardiaque [31]. La précision de ces méthodes diminue fortement
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lorsque l’intensité lumineuse baisse.

Le processus de reconnaissance des expressions faciales est illustré dans la figureI.1. Les

expressions faciales reflètent intuitivement les émotions des personnes. Il est difficile pour

les machines de saisir les détails des expressions comme le font les humains [32]. Les

expressions faciales sont faciles à dissimuler, ce qui entrâıne des erreurs de reconnaissance

des émotions [33]. Par exemple, dans certaines activités sociales, nous sourions poliment

même si nous ne sommes pas d’humeur joyeuse [34].

Figure I.1: Processus de reconnaissance des expressions faciales.[1]

I.6.2 Capteurs audio

La langue est l’une des composantes les plus importantes de la culture humaine. Les

gens peuvent s’exprimer ou communiquer avec les autres par le biais du langage. La

reconnaissance vocale [35] a favorisé le développement de la reconnaissance des émotions

vocales (SER) [36]. La parole humaine contient de nombreuses informations qui peuvent

être utilisées pour la reconnaissance des émotions [37]. La compréhension de l’émotion

dans l’information est essentielle pour que l’intelligence artificielle puisse s’engager dans

un dialogue efficace. La SER peut être utilisée pour le dialogue dans les centres d’appel,

les systèmes de réponse automatique, etc. [38]. La SER est complétée conjointement

par l’extraction de caractéristiques acoustiques [39] et le marquage du langage [40]. Le

processus de SER est illustré à la figure I.2

Figure I.2: Le processus de SER.[1]
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I.6.3 Capteurs radar

Différentes émotions provoquent une série de réponses physiologiques, telles que des change-

ments dans la fréquence respiratoire, la fréquence cardiaque, les ondes cérébrales, la pression

artérielle, etc. Par exemple, l’excitation provoquée par le bonheur, la colère ou l’anxiété

peut entrâıner une augmentation du rythme cardiaque [41]. Les émotions positives peuvent

augmenter la fréquence respiratoire, tandis que les émotions dépressives peuvent avoir ten-

dance à inhiber la respiration [42]. La fréquence respiratoire affecte également la variabilité

de la fréquence cardiaque (VFC), qui diminue à l’expiration et augmente à l’inspiration

[43]. Actuellement, la technologie radar est largement utilisée pour la détection à distance

des signes vitaux [44] et la détection sans fil [45]. Les capteurs radar peuvent utiliser le

signal d’écho de la cible pour analyser les micro-mouvements de la poitrine causés par la

respiration et les battements de cœur. Ils peuvent réaliser l’acquisition à distance de ces

signaux physiologiques. Le processus global de reconnaissance des émotions à l’aide d’un

capteur radar est illustré à la figure I.3

Figure I.3: Processus de reconnaissance des émotions à l’aide d’un capteur radar.[1]

I.6.4 Autres capteurs physiologiques

Il a été démontré que les émotions sont biologiques depuis les temps anciens. Des émotions

excessives peuvent affecter le fonctionnement des organes vitaux. Aristote croyait que

l’influence des émotions sur la physiologie se reflétait dans les changements d’états physi-

ologiques, tels que l’augmentation du rythme cardiaque, l’augmentation de la température

corporelle ou la perte d’appétit. William James a été le premier à proposer une théorie

de la physiologie de l’émotion [46]. Il croyait que les stimuli externes déclenchent une

activité dans le système nerveux autonome et produisent une réponse physiologique dans

le cerveau. Par exemple, nous rions quand nous sommes heureux, nous rions quand nous

sommes heureux, nous rampons quand nous avons peur et pleurons quand nous sommes

tristes.

L’émotion humaine est un état mental spontané qui se reflète dans les changements phys-

iologiques du corps humain et a un impact significatif sur notre conscience [47]. De nom-

breux autres signaux physiologiques du corps humain, tels que l’électroencéphalogramme
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(EEG) [48], l’électrocardiogramme (ECG) [49], l’électromyographie (EMG) [50], la réponse

galvanique cutanée (GSR) [51], le pouls du volume sanguin ( BVP ) )[52] et électrooculogramme

(EOG)[53], comme indiqué dans la figure I.4

Figure I.4: Signaux physiologiques détectés par un autre capteur physiologique.[1]

I.6.5 Fusion multi-capteurs

L’interprétation unimodale des émotions présente certaines lacunes et l’identification générale

précise des émotions complexes n’est pas possible. L’initiation affective multimodale fait

référence à l’utilisation de signaux recueillis auprès d’observateurs supplémentaires pour

atteindre et maintenir les résultats de l’initiation et les résultats de l’initiation. Une ap-

proche multimodale facilite le développement de l’intelligence émotionnelle. L’intelligence

émotionnelle multimodale permet d’obtenir les meilleures performances en matière d’intelligence,

mais augmente également la complexité de l’information en raison du nombre élevé de

canaux. Un matériau trop exigeant pour une collection de données multimodales. La

clarification multimodale des émotions est appliquée à diverses stratégies de fusion, qui

sont principalement divisées en fusion au niveau du pixel, fusion au niveau du caractère et

fusion au niveau de la décision.

La fusion au niveau du pixel [54] fait référence à la fusion directement à partir de l’original

; les informations sémantiques et la génération de signaux sont superposées, ce qui affecte

l’effet de classification après la fusion. La période de travail de l’entreprise est toujours

pauvre en informations redondantes. Le processus de fusion au niveau des caractéristiques
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[55] est illustré à la figure I.5. Le processus de fusion au niveau des caractéristiques a lieu

au cours de la première étape du processus de fusion. Les caractéristiques des différents

signaux d’entrée sont extraites et combinées avec des caractéristiques à haute dimension.

Enfin, les résultats sont envoyés au classificateur. La fusion au niveau des caractéristiques

préserve une grande quantité d’informations importantes, ce qui permet d’examiner atten-

tivement l’informatique. Mais en raison d’une quantité insuffisante de données ou d’un

nombre insuffisant de détails, l’exigence de précision est finalement réduite.

Figure I.5: Fusion au niveau des caractéristiques.[1]

I.7 Méthode de détection de l’etat émotionnel

Les techniques d’analyse des sentiments peuvent être classées en cinq grandes approches

: l’apprentissage automatique, l’apprentissage profond, l’approche basée sur le lexique,

l’approche hybride et d’autres approches, comme le montre la figureI.6.

I.7.1 Approches Machine Learning

Les méthodes d’apprentissage automatique sont largement utilisées pour produire des

modèles de classification des sentiments dans le domaine de l’analyse des sentiments. Ces

méthodes construisent d’abord un ensemble d’apprentissage et étiquettent les données

d’apprentissage en fonction du sentiment. Un ensemble de caractéristiques est ensuite

extrait des données d’apprentissage et transmis à un modèle de classification tel que Naive

Bayes (NB), Support Vector Machine (SVM), Logistic egression (LR), Random Forest

(RF), etc. egression (LR), Random Forest (RF), etc. Après l’entrâınement avec les
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approches de l'analyse 
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Autres 
approches
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Figure I.6: Approches de l’analyse des sentiments [2]

étiquettes de sentiment, le classificateur peut être utilisé pour prédire l’orientation du

sentiment d’un échantillon qui n’est pas annoté.[56]

I.7.1.1 Apprentissage supervisé

Les approches d’apprentissage supervisé utilisent des documents de formation étiquetés.

L’apprentissage supervisé est basé sur la classification automatique de textes.[57]

I.7.1.2 Apprentissage non supervisé

Contrairement aux approches d’apprentissage supervisé, les approches d’apprentissage non

supervisé ne dépendent pas du domaine et du sujet des données de formation.Les approches

d’apprentissage non supervisé surmontent la difficulté de collecter et de créer des données

d’entrâınement étiquetées.[57]

I.8 Approches deep learning

Ces dernières années, l’apprentissage en profondeur a attiré beaucoup d’attention en raison

de sa capacité à apprendre et à extraire automatiquement des caractéristiques significatives

à partir de données brutes. Dans la détection des émotions, les techniques d’apprentissage

en profondeur ont été appliquées avec succès à l’analyse de diverses modalités telles que le

texte, la parole et les expressions faciales. Voici quelques méthodes couramment utilisées :

les réseaux de neurones convolutifs (CNN), les réseaux de neurones récurrents (RNN),
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l’apprentissage profond multimodal, l’apprentissage par transfert, les mécanismes d’attenti-

on et les réseaux antagonistes génératifs (GAN).

I.8.1 Modèle de transformateur

Le modèle Transformer utilise un mécanisme d’auto-attention au lieu des couches récurrentes

ou convolutives traditionnelles. Ce mécanisme d’auto-attention permet au modèle d’apprend-

re la relation entre les éléments de la séquence d’entrée (langage naturel), ce qui en fait une

innovation clé dans le domaine de l’apprentissage en profondeur pour traiter des séquences

de données avec plus de parallélisme, conduisant à des systèmes pré-formés, comme BERT

et ses variantes, T5, GPT, ces systèmes sont formés à l’aide de grands ensembles de données

linguistiques comme le corpus Wikipedia et peuvent être affinés pour des tâches spécifiques.

Un ensemble d’états cachés décrivant les dépendances entre les éléments de la séquence

d’entrée est produit par le transformateur après que la séquence d’entrée est transformée

en un espace de grande dimension et traitée à travers plusieurs couches d’auto-attention.

Ces états cachés sont ensuite utilisés pour faire des prédictions sur des tâches objectives,

telles que la traduction automatique ou la classification de texte. Les résultats des travaux

des auteurs [3] montrent que Transformer surpasse les modèles de pointe précédents util-

isant des réseaux de neurones récurrents et convolutifs. De plus, les auteurs mettent l’accent

sur l’efficacité et la parallélisabilité de Transformer, ce qui facilite son apprentissage par

rapport aux modèles précédents.

Les travaux de Vaswani et al [3] sont considérés comme un tournant dans le deep learn-

ing, ayant un impact majeur sur la création de modèles NLP. Ses concepts de base ont

été largement utilisés et développés dans de nombreux travaux ultérieurs. la figure II.14

indique Architecture du modèle de transformateur

I.8.2 Modèle pré-entrâıné de BERT

Jacob Devlin et al. [58] a proposé une nouvelle approche de pré-formation au traitement

du langage naturel (NLP) appelée BERT (Représentations d’encodeurs bidirectionnels à

partir de transformateurs). L’idée est de former un modèle profond de représentations bidi-

rectionnelles sur un grand corpus de texte non étiqueté, tel que le corpus Wikipedia, puis

de l’améliorer pour une tâche NLP spécifique. Parlons des principaux points du BERT :

Architecture : BERT est une architecture de réseau neuronal basée sur un transforma-

teur similaire à celle introduite par Vaswani et al [3]. Cependant, BERT est bidirectionnel,

ce qui signifie qu’il peut prendre en compte l’ensemble du contexte des mots dans une

phrase, plutôt que le premier mot. Le contexte entier d’un mot dans une phrase, pas

les mots avant ou après. avant ou après. BERT utilise un transformateur multicouche

bidirectionnel pour générer une série d’incorporations de mots contextualisées. Il introduit

également deux nouvelles tâches d’entrâınement : la modélisation du langage masqué et
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Figure I.7: Architecture du modèle de transformateur.[3]

la prédiction de la phrase suivante. La prédiction de la phrase suivante, qui permet au

modèle de comprendre la relation entre les mots d’une phrase et entre les phrases.

Mise en œuvre :Les auteurs ont formé BERT sur un corpus massif de texte non étiqueté

composé de 3,3 milliards de mots provenant de diverses sources, y compris des livres

et des pages Web. Un objectif de pré-formation a été utilisé, qui consistait à masquer

aléatoirement certains mots de la séquence d’entrée et à demander au modèle de prédire

les mots masqués. Ensuite, la prochaine tâche de prédiction de phrase est introduite. Il

s’agit d’alimenter le modèle en deux phrases et de lui demander de prédire si la deuxième

phrase est la phrase suivante dans le texte original. Cette tâche permet au modèle d’en

savoir plus sur les relations entre les phrases. BERT a été perfectionné sur une gamme

de tâches NLP ciblées, y compris la réponse aux questions, l’analyse des sentiments et la
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reconnaissance d’entités nommées, et a obtenu des résultats de pointe sur bon nombre de

ces tâches.

Résultats : Les auteurs montrent que l’BERT les surpasse systématiquement sur une

gamme de tâches NLP ciblées. Par exemple, sur le benchmark GLUE (General Language

Understanding Evaluation), qui mesure les performances sur une gamme de tâches NLP,

BERT a obtenu les meilleurs résultats sur les neuf tâches. BERT a obtenu un nouveau

meilleur score sur le benchmark SQuAD, qui mesure les performances en matière de réponse

aux questions.

Les auteurs montrent que l’BERT les surpasse systématiquement sur une gamme de tâches

NLP ciblées. Par exemple, sur le benchmark GLUE (General Language Understanding

Evaluation), qui mesure les performances sur une gamme de tâches NLP, BERT a obtenu

les meilleurs résultats sur les neuf tâches. BERT a obtenu un nouveau meilleur score sur

le benchmark SQuAD, qui mesure les performances en matière de réponse aux questions.

I.8.3 Approche basée sur le lexique

Dans cette approche, les mots d’opinion sont divisés en deux catégories. Les mots d’opinion

positifs sont utilisés pour exprimer certaines choses nécessaires, et les mots d’opinion

négatifs sont utilisés pour décrire des choses inutiles.[59]

I.8.3.1 Approche manuelle

Les mots d’opinion sont collectés manuellement sur la base de la connaissance du domaine

et de la compréhension du langage des individus.[57]

I.8.3.2 Approche basée sur le corpus

L’utilisation de l’approche basée sur le corpus seul pour identifier tous les mots d’opinion

n’est cependant pas aussi efficace que l’approche basée sur le dictionnaire car il est difficile

de préparer un énorme corpus pour couvrir tous les mots anglais. Mais elle peut aider à

trouver des mots d’opinion spécifiques au domaine et au contexte en utilisant un corpus

de domaine, ce qui constitue l’énorme avantage de cette méthode. L’approche basée sur le

corpus est réalisée selon une approche statistique ou une approche sémantique.[59]

I.8.3.3 Approche basée sur les dictionnaires

L’une des techniques simples de cette approche repose sur l’amorçage à l’aide d’un petit en-

semble de mots d’opinion et d’un dictionnaire en ligne, par exemple WordNet. La stratégie

consiste à collecter manuellement un petit ensemble de mots d’opinion dont l’orientation

est connue, puis à élargir cet ensemble en recherchant leurs synonymes et antonymes dans

le WordNet. Les mots nouvellement trouvés sont ajoutés à la liste de semences. L’itération
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suivante commence. Le processus itératif s’arrête lorsque plus aucun nouveau mot n’est

trouvé. Une fois le processus terminé, une inspection manuelle peut être effectuée pour

supprimer et/ou corriger les erreurs.[59]

I.8.4 Approche hybride

L’approche hybride de l’analyse des sentiments exploite à la fois des méthodes statistiques

et des méthodes basées sur la connaissance pour la détection de la polarité. Elle bénéficie de

la précision élevée de l’apprentissage automatique (méthodes statistiques) et de la stabilité

de l’approche basée sur le lexique.[60]

I.8.5 Autres Approches

Ces approches sont des approches d’analyse des sentiments qu’il est impossible de classer

par catégorie.

I.9 Quelques travaux dans la prédiction des émotions

Dans le tableau I.2 nous présentons quelques travaux dans la prédiction des émotions.

Les méthodes et les algorithmes utilisés, ainsi que les bases de données employées sont

présentées.
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Auteur Méthode
utilisée

Algorithmes
utilisés

Dataset Entrée Sortie

Wanli Xing et
al [61]

emotion-
related (mot
clé)

svm, arbre
de décision,
näıve base

Forum les messages
codés

Activation
positive,
Désactivation
positive,
Activation
négative,
Désactivation
négative

Baker et al.
[62]

observation
data and log
files

J48, JRip,
Naive Bayes,
K*

ASSISTments
data

les deman-
des d’indices
d’échafaudages,
le contexte, le
temps pris

Boredom,
Frustration,
Engaged,
Concentra-
tion, Confu-
sion, Off-Task

Sannyuya
Liu, et al.
[63]

manual cod-
ing

BERT-CNN Forum de
discussion en
MOOC de
8867

Posts and
achievement
data

Emotional
engagement
(Positive-
Confusion-
Negative)

Imane
Bouacida
[2]

lexical-based
sentiment
classification

Latent
Dirichlet
Allocation
(LDA), La-
tent Semantic
Indexing
(LSI)

Mark mon
professeur
(Hungary
website)

Sac de mots
Rn * m ma-
trix

Negative, Pos-
itive

Bowen Liu et
al[64].

emotion re-
lated

K-Nearest,
Logistic Re-
gression,
Naive Bayes,
Decision
Tree, Ran-
dom Forest,
SVM

MOOC forum Posts in fo-
rum

Activation
positive,
Désactivation
positive,
Activation
négative,
Désactivation
négative

Table I.2: Quelques travaux connexes

I.10 Conclusion

L’engagement des apprenants dans l’apprentissage en ligne est une préoccupation im-

portante dans diverses études de recherche. Il joue un rôle crucial dans le processus

d’apprentissage, car il a un impact significatif sur les résultats scolaires et la motivation

des étudiants. Dans ce premier chapitre, nous avons présentés les concepts de bases liés au
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sujet traité dans ce travail.

Le chapitre suivant, fait l’objet de la conception de notre systèmes.
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CHAPTER II

CONCEPTION

II.1 Introduction

Le deuxième chapitre de ce travail est consacré à la conception de notre système. Nous

décrivons dans ce chapitre une approche automatique pour la détection des émotions des

apprenants. Le processus suivie par l’approche proposée est décrit en détail dans ce qui

suit.

II.2 Objectif

Dans ce travail, on s’intéresse à l’exploration des avis pour pouvoir détecter automatique-

ment les émotions des apprenants.Pour cela, nous proposons une approche exploitant les

techniques du Machine Learning pour détecter l’engagement émotionnel des apprenants

dans les environnements d’apprentissage en ligne. Les avis des apprenants seront analyés

pour pouvoir extraire les caractéristiques distinctives qui nous permettent de détecter les

émotions des apprenants.

II.3 Description de l’approche proposée

Dans notre travail nous proposons une approche pour la détection automatique de l’engage-

ment émotionnel à partir de l’exploration des avis des apprenants pour pouvoir détecter

leurs émotions. L’approche proposée passe par quatre étapes, à savoir: le prétraitement,

l’extract-ion de caractéristiques, l’apprentissage et la décision. Pour la décision, nous avons

utilisé trois classifieurs issus des techniques de Machine learning: le näıve bayésienne (NB)

et les Machines à Vecteurs de Support (Support Vector Machines: SVM), et le Bidirectional

Encoder Representations from Transformers (BERT) qui est une technique du machine

learning reposant sur le modèle de réseaux de neurones (Deep Learning). La figure II.1
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Prétraitement

l’Extraction des 

caractéristiques

Apprentissage

Décision

Emotion 

(Positive,Negative,

Neutre)

SVM

NB
BERT

BDD

Figure II.1: L’approche proposée.

illustre le processus suivie l’approche proposée

II.4 Prétraitement

Le prétraitement dans l’apprentissage automatique fait référence aux mesures prises pour

transformer les données brutes dans un format qui peut être utilisé par un modèle d’apprentissage

automatique. Il s’agit généralement de nettoyer les données pour supprimer toute in-

cohérence ou erreur. La figure II.2 illustre les étapes à suivre dans le prétraitement des

données dans le cas du texte.À la fin du prétraitement nous écrivons le texte nettoyé dans

la base de donne.
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Minuscule 

lemmatisation

Mot vide

Caractères non 

alphabétiques

Tokenisation

['excite', 

'learn', 'astir', 

'subject']

le nettoyage de données

prétraitement sortieBDD

Figure II.2: Le prétraitement du Text (preprocessing)

II.4.1 Minuscule (Lowercase)

Nous faisons référence aux minuscules comme étant le processus de conversion de tous les

caractères majuscules d’un texte donné en minuscules, cela peut être fait en utilisant la

fonction lower() qui prend une châıne en entrée et renvoie une nouvelle châıne avec tous

les caractères convertis en minuscules comme on peut le voir sur la figure II.3
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I’m feel in truth grateful for the course 
mentor’s constructive feedback on my work. 

He gives me 20/20 😃

i’m feel in truth grateful for the course 
mentor’s constructive feedback on my work. 

he gives me 20/20 😃

Minuscule 

Figure II.3: miniscule

II.4.2 Caractères non alphabétiques(Non-alphabetic characters)

Nous utilisons le terme caractères non alphabétiques pour désigner tous les caractères d’un

texte donné qui ne sont pas des lettres de l’alphabet. Il peut s’agir de la ponctuation, des

chiffres, des espaces, des emojis, des nombres et d’autres caractères spéciaux comme on

peut le voir sur la figure II.4
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i’m feel in truth grateful for the course 
mentor’s constructive feedback on my work. 

he gives me 20/20 😃

im feel in truth grateful for the course 
mentors constructive feedback on my work. 

he gives me

Caractères non alphabétiques 

Figure II.4: Non-alphabetic

II.4.3 Mot vide (Stop words)

Nous supprimons souvent les mots vides, qui sont des mots courants, lors du traitement

de texte en langage naturel, car ils sont considérés comme ayant peu de valeur sémantique

et peu susceptibles de contribuer au sens général d’un texte. Parmi les exemples de mots

vides, nous citons ”the”, ”and”, ”a”, ”in”, and ”is”. La figure II.5 montre un exemple de

cette étape.
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im feel in truth grateful for the course 

mentors constructive feedback on my 

work he gives me

im feel truth grateful course 
mentors constructive feedback work 

gives

Mot vide 

Figure II.5: Mot vide

II.4.4 lemmatisation(Lemmatization)

Nous avons réalisé la lemmatisation, qui est le processus de réduction d’un mot à sa forme

de base ou racine, connue sous le nom de lemme. Cette opération est souvent réalisée dans

le cadre de tâches de traitement du langage naturel afin de réduire la dimensionnalité de

l’espace des caractéristiques et de normaliser le texte comme on peut le voir sur la figure II.6
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im feel truth grateful course 
mentors constructive feedback work 

gives 

im feel truth grateful course 
mentor constructive feedback work 

give

Lemmatisation 

Figure II.6: lemmatisation

II.4.5 Tokénisation(Tokenization)

Nous effectuons la tokenisation en divisant un texte en unités plus petites, appelées to-

kens(La tokenisation est le processus qui consiste à diviser un texte en unités plus petites,

appelées tokens). Ces jetons peuvent être des mots, des phrases ou même des caractères

individuels, en fonction des besoins spécifiques de la tâche de traitement du langage na-

turel. La tokenisation est une étape importante qui permet de transformer un texte non

structuré en un format structuré qui peut être plus facilement analysé et traité comme on

peut le voir sur la figure II.7
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im feel truth grateful course 
mentor constructive feedback work 

give

['im', 'feel', 'truth', 
'grateful', 'course', 'mentor', 

'constructive', 'feedback', 
'work', 'give']

Tokénisation

Figure II.7: Tokénisation

Les étpapes de prétraitement présentées precédemment ont été faites pour les deux

premiers classifieurs (NB et SVM). Dans ce qui suit, nous expliquons le prétraitemnt qui

a été fait pour le modèle de BERT.

Dans le contexte de BERT, le prétraitement se réfère aux étapes prises pour préparer les

données d’entrée avant de les introduire dans le modèle pour la classification.

Les étapes de prétraitement pour BERT impliquent généralement la tokenisation, l’ajout

de tokens spéciaux et la génération d’embeddings d’entrée. Voici une explication étape par

étape du processus de prétraitement de BERT :

• Tokénisation : Le texte d’entrée est divisé en tokens individuels. BERT utilise

la tokenisation WordPiece, qui décompose les mots en sous-mots et les représente à

l’aide d’un vocabulaire d’unités de sous-mots. Par exemple, le mot ”playing” peut

être transformé en ”play” et ”##ing”. Les jetons sont généralement en minuscules.

• Jetons spéciaux : Des jetons spéciaux sont ajoutés pour marquer le début et la

fin du texte d’entrée, ainsi que pour séparer les phrases ou les segments dans le texte.

BERT utilise généralement le jeton [CLS] pour représenter le début de la séquence

et le jeton [SEP] pour séparer les phrases ou les segments.

• Remplissage et troncature : Pour garantir la cohérence de la longueur d’entrée,
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les séquences sont complétées ou tronquées à une longueur fixe. BERT utilise une

longueur de séquence maximale, et si une séquence est plus longue que la longueur

spécifiée, elle est tronquée. Si elle est plus courte, des jetons de remplissage, généralement

[PAD], sont ajoutés pour lui donner la même longueur.

• Encastrements d’entrée : BERT nécessite trois types d’enregistrements d’entrée

: enregistrements de jetons, enregistrements de segments et enregistrements de posi-

tions.

– Embôıtements de jetons :Chaque jeton se voit attribuer un identifiant unique

basé sur le vocabulaire de BERT. Ces ID de jeton sont utilisés pour rechercher

les enchâssements de jeton correspondants dans le modèle BERT pré-entrâıné.

Les encastrements de jetons capturent la signification de chaque jeton.

– Segment Embeddings :BERT prend en charge la classification de textes com-

portant plusieurs segments ou phrases. Pour faire la distinction entre ces seg-

ments, des enregistrements de segments sont ajoutés. Chaque jeton se voit

attribuer un identifiant de segment indiquant son appartenance à une phrase ou

à un segment.

– Encastrements de position : Les encastrements de position codent la posi-

tion de chaque token dans la séquence. Ils sont ajoutés pour fournir des infor-

mations de position au modèle.

Une fois que les données d’entrée ont subi ces étapes de prétraitement, elles peuvent être in-

troduites dans le modèle BERT pour la classification.La figure II.8 illustre le prétraitement

du BERT.

Figure II.8: Le prétraitemen du BERT.

II.5 Extraction de caractéristiques: Bag of Words (BOW)

L’extraction de caractéristiques est une étape crusiale dans les systèmes de classification ou

de reconnaissance. Pour représenter un document texte d’entrée sous une forme numérique,
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des caractéristiques distinctives doivent être extraites. Dans cette section, nous présentons

les caractéristiques que nous avons utilisé dans notre système de détection automatique de

l’engagement émotionnel. Dans notre système, nous utilisons le sac de mots (en anglais

Bag of Words (BoW)). Le modèle de sac de mots est utilisé pour analyser un texte en le

convertissant en un sac de mots ou un vecteur de longueur fixe. Le vecteur représente les

occurrences (fréquence) des mots dans le document.

Dans notre cas, nous avons utilisé deux sacs d’adjectifs positifs et négatifs, chaque sac

contient les 20 premiers adjectifs du WordNet Voir la figure II.10. WordNet est une base

de données lexicale qui répertorie, classifier et mettre en relation de diverses manières le

contenu sémantique et lexicale de la langue anglaise. L’idée sous-jacente de WordNet est de

créer un ”lexique de sens” qui combine les fonctions d’un dictionnaire et d’un thesaurus.

Au lieu d’organiser les informations lexicales en fonction des formes de mots, elles sont

classées selon les significations des mots, en harmonie avec les représentations humaines du

sens et leur traitement dans le cerveau[2].

Après l’extraction des mots (potitifs ou négatifs) des messages ou commentaires de notre

base de données, nous ne nous limitons pas à compter les adjectifs figurant dans ces com-

mentaires, mais le vecteur est enrichi avec les sysnonumes de ces adjectifs à l’aide du

WordNet.

Par la suite, et pour augmenter la pertinence des mots clès utilisés, notre vecteur de mots

est convertit en un vecteur numérique en utilisant la méthode de pondérartion TF-IDF

(Term Frequency-Inverse Document Frequency). La formule de la méthode TF-IDF est a

suivante:

La figure II.9 illustre les étapes pour créer les vecteur pour chaque commentaire. Dans

l’exemple suivant, nous montrons un exemple d’un extrait du vecteur de caractéristiques.

II.6 Apprentissage

Le but de cette phase est d’estimer un modèle à partir des caractéristiques retenues. A la

fin de l’apprentissage, des fichiers modèles sont générés.

II.7 Décision

La décision est la dernière étape de notre processus de détection d’émotions. Trois classes

de sorties sont définies, à savoir: Positive, Négative, et Nâıtre. le tableau suivant représente

le schéma d’encodage des trois émotions. Pour la décision, nous avons utilisé trois tech-

niques du Machine Learning à savoir: classification Naive Bayésienne (NB), les Machines à

Vecteurs de Supports (SVM) et le Bidirectional Encoder Representations from Transform-

ers (BERT).
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Prétraitement

Word netSac de mots

Vecteur de 
caractéristique

BDD

TF-IDF

Enrichissement

Figure II.9: Construction du vecteur de caracteristique.

Figure II.10: Vecteur positive et negative adjective

II.7.1 La classification Naive bayésienne (NB)

Les classifieurs de Naive Bayes (NB) sont une famille de classificateurs basés sur le célèbre

théorème de probabilité de Bayes, connus pour créer des modèles simples et puissants,

particulièrement dans les domaines de la classification des documents et de la prédiction

des maladies. La classification textuelle de NB est le plus souvent utilisée pour catégoriser

des textes, car elle est rapide et facile à mettre en oeuvre [65]. Ce type de classification

simple permet à un modèle de machine learning d’apprendre rapidement. Il n’est pas

nécessaire de fournir un gros volume de données lors de la phase d’apprentissage.
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Engagement
Émotionelle

Indicateur Definition Exemple

Positive L’apprenant exprime des
émotions positives telles que
fierté, surprise, souhait, etc.

- The lecture he held, and he was
my intern, was very helpful all the
time.
- Useful subject and interesting
presentation.
- A very good teacher and always
a good head for everyone.

Negative L’apprenant exprime des
émotions négatives telles
que débordement, frustra-
tion, etc.

- Boring presentation mode.
- I did not really understand what
this man would want.
- His lectures were not interesting.

Neutre L’apprenant n’exprime au-
cune émotion.

- Caffeine-based lifestyle.
- Moderated.
- Hello.

Table II.1: Le schéma d’encodage de l’engagement émotionel.

II.7.2 Les Machines à Vecteurs de Support

Contrairement aux classifieurs classiques qui se base sur la minimisation du risque em-

pirique, et qui ne garantit pas la convergence vers une solution optimale, les SVM opèrent

sur le principe de la minimisation du risque structurel. Ce risque constitue une borne

supérieure du risque réel ou l’erreur d’apprentissage. Le pouvoir des SVM réside dans

la construction d’un hyperplan optimal de séparation entre les données d’apprentissage

[66]. L’algorithme de construction du SVM cherche un hyperplan de séparation entre les

classes à discriminer, dont la distance minimale aux exemples d’apprentissage est maximale

(voir la figure ). La classe des fonctions linéaires n’est pas suffisamment discriminante, et

choisir des frontières de décision linéaires semble être un facteur limitant. Cependant,

de tels modèles peuvent être considérablement enrichis en projetant (généralement non-

linéairement) les données dans un espace augmenté (feature space), éventuellement de plus

grande dimension que l’espace des entrées, afin de rendre linéairement séparable le jeu de

données.

II.7.3 Bidirectional Encoder Representations from Transformers

(BERT)

Le modèle de Bidirectional Encoder Representations from Transformers (BERT) de Devlin

et al [58] utilise les encodeurs dans un transformateur comme une sous-structure pour pré-

entrâıner des modèles pour des tâches de NLP telles que: Question Answering (QA), Text

Summarization (TS), etc. L’exécution de BERT pour ces tâches se fait en deux phases,

à savoir le pré-entrâınement pour la compréhension du langage et le réglage fin pour une
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Figure II.11: Hyperplan de séparation

tâche spécifique.

BERT peut comprendre le langage en s’entrâınant sur les mécanismes de modélisation du

langage masqué (MLM) et de prédiction de la phrase suivante (PPS). BERT suppose un

blinder avec MLM pour apprendre les contextes bidirectionnels dans les phrases. Ainsi, il

prend en entrée des phrases aléatoires, masque certains mots dans les phrases et reconstruit

les mots masqués à partir des textes environnants en sortie. Sa capacité vient du fait qu’il

permet de saisir deux phrases à la fois et à déterminer si la seconde phrase vient après

la première. si la deuxième phrase vient après la première lui permet d’atteindre le PPS.

Cette capacité aide le de maintenir des relations à longue distance entre les textes. BERT

a été entrâıné sur des textes de 16 Go provenant des ensembles de données BooksCorpus

(Zhu et al [67].) et de la Wikipédia anglaise.

Après le pré-entrâınement, le modèle est ensuite entrâıné sur une tâche de NLP en effec-

tuant un entrâınement supervisé sur un ensemble de données et en remplaçant la sortie

entièrement connectée du BERT par un nouvel ensemble de couches de sortie. Le modèle

BERT s’entrâıne plus rapidement car les autres paramètres du modèle ne sont réglés que

de manière ponctuelle, à l’exception des paramètres de sortie appris à partir de zéro (Fig.

II.12).

Le BERT a deux modèles, à savoir le modèle BERT-base et le modèle BERT-Large II.13

. Le modèle BERT-base comprend des blocs de codage à transformateur à 12 couches,
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chaque bloc contenant 12 couches d’auto-attention et 768 couches cachées et produisant ≈
110 millions de paramètres au total. D’autre part, le modèle BERT-large est composé de

24 blocs d’encodage à transformateur en couches, Chaque bloc contient 24 couches d’auto-

attention de tête et produit un total de ≈ 340 millions de paramètres. Les performances

de l’BERT dépendent du type de modèle c’est-à-dire que BERT-large peut atteindre des

précisions plus élevées que BERT-base. Cependant, cette amélioration de la précision

en utilisant le BERT-large se fait au prix de ressources plus importantes. L’architecture

générale du modèle BERT est illustrée à la figure II.14 .

Les avantages de l’BERT comprennent sa capacité à gérer l’extraction d’informations con-

textuelles grâce à sa capacité bidirectionnelle ; elle s’entrâıne plus rapidement et a été

utilisée dans un large éventail d’applications de modélisation linguistique. Cependant, les

inconvénients suivants persistent pour le BERT : il est limité aux classifications mono-

lingues, la longueur des phrases d’entrée le limite également, il souffre de l’inférence prag-

matique, et l’utilisation du BERT-large peut avoir tendance à être coûteuse en termes de

calcul.

Pré-entraînement fine-tuning BERT

Figure II.12: Pré-entrâınement et fine-tuning BERT.[4]
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BERT-baseBERT-large

Figure II.13: BERT-large et bert-base.[5]

Figure II.14: Architecture du modèle BERT.[4]
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II.8 Conclusion

Le deuxième chapitre de ce mémoire a été consacré à la conception de notre système.

Nous avons présenté en détail les étapes de notre processus de détection automatique des

émotions des apprenants à partir des leurs avis.

Dans le chapitre suivant, nous verrons les résultats de chaque approche et nous ferons la

comparaison entre les approches et nous saurons quelle est la meilleure approche pour faire

de la détection d’émotions.
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IMPLÉMENTION

III.1 Introduction

Après avoir expliqué l’approche proposée en détail dans le chapitre précédent, nous allons

présenter, dans ce chapitre, l’implémentation de notre système, ainsi que l’environnement

de développement.La deuxième partie de ce chapitre est consacrée au test du modèle et

aux résultats obtenus , et une comparaison end les deux approches proposer.

III.2 Environnement

III.2.1 Google Colaboratory

Colaboratory, souvent abrégé en ”Colab”, est un produit de Google Research. Colab

permet à quiconque d’écrire et d’exécuter le code Python de son choix via un naviga-

teur. Il s’agit d’un environnement particulièrement adapté à l’apprentissage automatique,

à l’analyse de données et à l’éducation. En termes plus techniques, Colab est un service

de bloc-notes Jupyter hébergé qui ne nécessite aucune configuration et offre un accès gra-

tuit aux ressources informatiques, y compris les GPU[].La figure III.1 présente interface de

Colab .En termes plus techniques, Colab vous permet de :

• Écrire et exécuter du code Python : Google Colab fournit une interface de bloc-notes

dans laquelle vous pouvez écrire et exécuter du code Python. Vous pouvez écrire et

exécuter des cellules de code individuellement ou exécuter l’ensemble du carnet.

• Collaborer et partager : Vous pouvez facilement partager vos carnets Colab avec

d’autres personnes, ce qui leur permet de voir et de modifier votre code.

• Analyse et visualisation des données : Google Colab fournit plusieurs bibliothèques
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et outils pour l’analyse et la visualisation des données, tels que Pandas, NumPy,

Matplotlib et Seaborn.

• Apprentissage automatique et apprentissage profond : Colab offre une prise en charge

intégrée des bibliothèques d’apprentissage automatique et d’apprentissage profond les

plus répandues, telles que TensorFlow et PyTorch.

• Accès à des ressources supplémentaires : Google Colab vous permet d’installer des

bibliothèques Python et des dépendances supplémentaires en fonction de vos besoins.

Figure III.1: Interface de Colab.

III.2.2 Apprentissage sur GPU

Pour configurer le GPU (processeur graphique), il suffit de clique sur Exécution → Mod-

ifier le type d’exécution et sélectionner GPU comme accélérateur matériel.La figure III.2

présente l’ctivation de GPU

III.3 Langage de programmation et bibliothèque utilisée

III.3.1 Python

Python est un langage de programmation populaire de haut niveau à usage général. Sa

philosophie de conception met l’accent sur la lisibilité du code. Python prend en charge de

nombreux paradigmes de programmation, y compris les styles orientés objet, impératifs et

fonctionnels ou procéduraux. Il dispose d’un système de type dynamique et d’une gestion

automatique de la mémoire, ainsi que d’une bibliothèque standard étendue et complète.
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Figure III.2: Activation de GPU.

Dans l’ensemble, les langages professionnels sont le meilleur choix, mais en matière de

programmation, Python arrive en deuxième position. Python possède également des

bibliothèques tierces open source matures, telles que Numpy/Scipy pour les opérations

numériques, Cython pour l’optimisation, Cython pour l’optimisation de bas niveau, IPython

pour le travail interactif et matplotlib pour le dessin.[68]

III.3.2 NLTK

NLTK (Natural Language Toolkit) est l’une des bibliothèques Python les plus utilisées

dans le domaine du traitement du langage naturel. NLTK est une bibliothèque Python qui

permet de traiter rapidement et facilement des textes en langage naturel. La bôıte à outils

a été développée à l’Université de Pennsylvanie. Université de Pennsylvanie comme outil

de recherche et d’enseignement pour le traitement du langage naturel. NLTK dispose d’un

grand nombre de corpus intégrés, comprenant divers types de textes tels que des romans,

des nouvelles, des textes de chat en réseau, des critiques de films, etc. Il comprend le

Brown’s Corpus, le Gutenberg’s Corpus, le Inaugural Address Corpus, le Reuters Corpus

[69]. En outre, NLTK fournit des interfaces faciles à utiliser pour plus de 50 corpus et

ressources lexicales telles que WordNet, ainsi qu’une suite de bibliothèques de traitement

de texte pour la classification, la tokenisation, le stemming, le tagging, l’analyse syntaxique

et le raisonnement sémantique, des wrappers pour des bibliothèques NLP de qualité in-

dustrielle, et un forum de discussion actif. En collaboration avec la puissante bibliothèque

standard de Python et d’autres bibliothèques tierces, il peut effectuer un traitement sec-

ondaire des résultats du traitement. Il constitue une base solide pour le traitement de

textes complexes[69].
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III.3.3 TensorFlow

TensorFlow est une bibliothèque logicielle flexible et extensible pour le calcul numérique à

l’aide de graphes de flux de données. La bibliothèque et les outils associés permettent aux

utilisateurs de programmer et de former efficacement des réseaux de neurones et d’autres

modèles d’apprentissage automatique, et de les déployer en production. Les algorithmes

de base de TensorFlow sont écrits en C++ hautement optimisé et en Compute Unified

Device Architecture (CUDA), une plate-forme informatique parallèle et une API créées

par NVIDIA. Il a des API dans plusieurs langues. L’API Python est la plus complète et la

plus stable. Les autres langages officiellement pris en charge sont JavaScript, C++, Java,

Go et Swift. Des packages tiers sont disponibles pour d’autres langages tels que C # et

Ruby. Les exemples donnés dans cette revue sont basés sur Python, car c’est le langage le

plus facile à lire et à utiliser[70].

III.3.4 Numpy

NumPy, abréviation de Numerical Python, est une bibliothèque composée d’objets de

type tableau multidimensionnel et d’un ensemble de routines pour manipuler ces tableaux.

NumPy permet d’effectuer des opérations mathématiques et logiques sur des tableaux[71].

III.4 La base de données (Data Set)

III.4.1 Description

Afin d’évaluer l’approche proposée, nous avons besoin d’une base de données. Dans notre

cas, nous avons besoin d’un ensemble de données textuelles d’opinion qui peuvent être

utilisées pour analyser l’apprentissage afin de détecter les émotions et les opinions des

apprenants sur divers sujets d’intérêt et sur les cours présentés. Vu l’absence de Data Set,

nous avons utilisé la base de données collectée à partir du site web Mark My Professor

[2] . Cette base de données est constituée de 5200 avis d’apprenants concerant les cours

présentés par leurs professeufs, 3372 avis positive, 982 avis negative et 846 avis neutre. La

figure III.3 montre les dix premières lignes de la base de données .

III.4.2 Répartition de la base de données

Pour valider l’approche proposée, la base de données a été dévisée en 3 parties, à savoir:

l’apprentissage, la validation, et le test. la répartition a été faite comme suit: 80% pour

l’apprentissage , 10% pour la validation et 10% pour le test , le tableauIII.1 illustre la

répartition de la base de données.
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Figure III.3: les dix premières lignes de la base de données.

BDD Pourcentage Nombre d’Avis
Apprentissage 80% 4160
Validation 10% 520

Test 10% 520

Table III.1: La division de la base de données.

III.5 Apprentissage et test

Pour la classification näıve bayésienne et les Machine à Vecteurs de Support nous avons

utilisé La bibliothèque sklearn qui signifie ”scikit-learn”. Cette bibliothèque fournit une

gamme d’outils et d’algorithmes pour l’apprentissage automatique en Python. Bien que

scikit-learn ne dispose pas d’un modèle spécifique pour la détection des émotions, nous

pouvons utiliser ses fonctionnalités pour construire un modèle pour cette tâche.

Chaque modèle de classification à des paramètre par défaut. Le tableau III.2 présente les

paramètres que nous avons utilisé pour notre modèle pour améliorer les résultats.

Pour le modèle de BERT, les paramètres du modèle sont expliqués dans ce qui suit:

• BATCH SIZE : batch size correspond au nombre d’exemples de formation utilisés

dans une itération du processus de formation.Le batch size par défaut dans BERT

est souvent fixée à 16 ou 32. Cependant, des batch size plus importantes peuvent

également être utilisées en fonction de la mémoire disponible sur le GPU. Dans notre

modèle le batch size a été fixé à 8.

• EPOCHS : epochs représente un passage complet sur l’ensemble des données d’apprentissage.

Le nombre d’époques détermine combien de fois le modèle va itérer sur les données

d’apprentissage.Le nombre d’époques par défaut dans BERT peut varier en fonction

de la tâche et de l’ensemble de données. Il est généralement compris entre 2 et 4,
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Paramètres
du modèle

Valeurs

SVM
C [0.001, 0.01, 0.1, 1, 10, 100]
Gamma [0.1, 0.01, 0.001, 0.0001]
Kernel [’poly’, ’rbf’, ’linear’]

NB
Param Grid [0.1, 1.0, 10.0, 100.0, 1000.0, 10000.0]
Text Siz 0.2
Random State 32

BERT
BATCH SIZE 16
EPOCHS 10
MAX SEQ LEN 512

Table III.2: Les valeurs des paramètres du modèle

mais il peut être augmenté ou diminué en fonction de la convergence du modèle.

Dans notre model l’EPOCHS a été fixé 1.

• MAX SEQ LEN : la longueur maximale de la séquence fait référence au nombre

maximal de jetons autorisés dans une seule séquence d’entrée. BERT nécessite des

séquences d’entrée de longueur fixe pour un traitement efficace. La longueur de

séquence maximale par défaut de BERT est souvent fixée à 512 jetons. Dans notre

model MAX SEQ LEN a été 300.

Les valeurs par défaut des trois paramètres cités précédemment sont fixés à:

• BATCH SIZE = 8

• EPOCHS = 1

• MAX SEQ LEN = 300

Avec ces valeurs de paramètres, le temps d’apprentissage du modèle est de 40 minutes,

la précision est à 10, la perte est à 10 et la perte de validation est à 10.

Vu ces résualtats, les valeurs des paramètres ont été fixé d’une manière expirimentale

comme suit:

• BATCH SIZE = 16

• EPOCHS = 10

• MAX SEQ LEN = 512
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Avec ces paramètre, le temps d’apprentissage du modèle dans chque epochs est de 9 min-

utes. Le graphe III.4 présente les variations de la précision (Accuracy) en fonction des

Epochs. Le graphe III.5 présente Loss et Validation Loss en fonction des Epochs .

Figure III.4: Accuracy et Validation Accuracy sur Epoch.

Figure III.5: Loss et Validation Loss sur Epochs.
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III.6 Les résultats obtenus

Dans ce qui suit, nous présentons les résultats que nous obtenus en utilisons les trois clas-

sifieurs choisies. Pour évaluer ces classifieurs, il est nécessaire de calculer les paramètres

suivants:

• Vrai positif (VP): Les cas où on prédit OUI et la sortie réelle est également OUI.

• Vrai négatif (VN): Les cas où on prédit NON et la sortie réelle est également NON.

• Faux positif (FP): les cas où on prédit OUI et la sortie réelle est NON.

• Faux négatif (FN): Les cas où on prédit NON et la sortie réelle est OUI.

En fonction de ces paramètres, les métriques de performances que nous avons utilisé sont

les suivants:

• La précision(Accuracy): est l’habiité du classifieur de trouver uniquement les

instances pertinente. Elle peut être calculée comme suit:

Recall =
VP

VP + FP

• Le rappel (Recall): Le rappel est l’habiité du classifieur de classifier les instances

correctement. Il peut être calculer via la formule suivante:

Recall =
VP

VP + FN

• F-Measure: La f-mesure est définie comme une moyenne harmonique de la précision

et du rappel. Elle peut être définie comme suit:

F-measure = 2× Précision× Rappel

Précision + Rappel

Les tableaux III.3 représente les résultats obtenus en utilisant le classifieur SVM.

Algorithme Accuracy Precision Recall F1-Score
SVM 0.68 0.23 0.33 0.26

Table III.3: Résultats de la classification SVM

Le tableau III.4 représente les résulats obtenus en utilisant le classifieur NB.

Le tableu III.5 présente les résultats obtenus en utilisant le classifieur BERT.
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Algorithme Accuracy Precision Recall F1-Score
NB 0.74 0.76 0.74 0.67

Table III.4: Résultats de la classification NB

Algorithme Accuracy Precision Recall F1-Score
BERT 1 0.99 0.99 0.99

Table III.5: Résultats de la classification BERT.

III.7 Comparaison entre l’approche de Machine Learn-

ing et l’approche de Deep Learning

Comme nous pouvons le voir sur la figure III.6, la comparaison entre les techniques de

classification SVM, NB et BERT en fonction de: accuracy, precision, recall et f1-score

montre que le modèle de BERT donne les meilleurs résultats. Donc, nous pouvons conclure

que BERT est la meilleur classifieur parmi trois utilisé.

Figure III.6: Comparaison des résultats

III.8 Conclusion

Le troisième chapitre de ce mémoire à été consacré à l’implémentation de notre système.

Nous avons décrit l’environnement que nous avons utilisé, ainsi que les librairies employées,
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les paramètres et les résultats de l’approche de gravure.

Comme nous le voyons, BERT a un excellent résultat comparé aux autres approches.
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CONCLUSION GÉNÉRALE

Des millions d’étudiants s’inscrivent à des cours en ligne ouverts à la recherche d’opportunités

d’apprentissage et de développement personnel. Cependant, le processus d’apprentissage

implique généralement une expérience émotionnelle, qui peut qui peut affecter la partici-

pation des étudiants au cours, entrâınant éventuellement un abandon en cours de route.

L’engagement émotionnel décrit l’implication et l’enthousiasme des apprenants, et lorsque

ces derniers sont émotionnellement engagés, ils participent plus activement aux activités

d’apprentissage.

Ce travail propose une approche automatique pour détecter l’engagement émotionnel des

apprenants dans les environnments d’apprentissage en ligne. Cette approche exploite

l’emploie des techniques du Machine Learning dans l’analyse des avis des apprenants pour

pouvoir détecter leurs émotions. Trois techniques, issues des modèles de Machine Learning,

ont été testées sur une base de données qui contient les avis des apprenants. Cette base

de données a été collecté à partir du site web Mark by Professor [2]. Les résultats obtenus

ont montré que le modèle de BERT a prouver sa performance dans l’analyse des émotions

à travers le langage naturel.

A la fin, nous pouvons dire que les objectifs visés derières ce tarvail ont été atteints. Comme

perspectives de ce travail, nous proposons:

• Intéger l’approche proposée dans une plateforme d’apprentissage en ligne, ou même

l’ajouter comme Plugin dans Moodle;

• Travailler sur la construction de notre propre base de données, chose qui a été com-

mencée en réalité au début de l’année universitaire 2022/2023;

• Explorer les forums de discussions dans la détection des émotions des apprenants

44



References

[1] Yujian Cai, Xingguang Li, and Jinsong Li. Emotion

recognition using different sensors, emotion models, methods

and datasets: A comprehensive review. Sensors, 23(5):2455,

2023.
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