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Résumé

Les avatars et les dessins animés sont largement utilisés dans divers domaines
des technologies émergentes, de la réalité augmentée aux robots sociaux. Ces avatars
aident a percevoir I'information de maniére naturelle et jouent un roéle clé dans la
transmission de divers signaux émotionnels.

L’objectif de notre projet est de concevoir un systéme intelligent capable de trans-
férer les caractéristiques d’un visage réel a un visage de dessin animé, permettant &
cet avatar d’étre utilisé dans des contextes variés.

Notre approche est basée sur les récentes avancées en matiére d’apprentissage pro-
fond, en particulier les réseaux génératifs adversaires et les autoencodeurs. Le sys-
téme proposé commence par extraire des points caractéristiques de chaque image,
qui servent ensuite d’entrée a I'autoencodeur. Le module d’extraction des points ca-
ractéristiques est en fait le codeur de 'autoencodeur, qui a été entrainé sur la base
de données FERG-DB et a atteint une précision de 78%.

La sortie de ce module est ensuite utilisée comme entrée du module de génération
de visages de dessins animés. Pour réaliser cette génération, nous avons utilisé le
générateur pré-entrainé StyleGAN3, via I'apprentissage par transfert sur la base de
données FERG-DB.

L’utilisation d’autoencodeurs et du générateur StyleGAN3 représente une approche
intéressante pour atteindre ’objectif de ce projet, et les résultats obtenus jusqu’a
présent sont encourageants, avec un potentiel d’amélioration significatif grace a un

entrainement plus avancé.

Mots-clés : génération d’image, autoencodeur, StyleGAN3, vecteur la-

tent, Cartoon(dessin animé), avatar.



Abstract

Avatars and cartoons are widely used in various areas of emerging technology,
from augmented reality to social robots. These avatars help to perceive information
in a natural way and play a key role in transmitting various emotional signals.

The aim of our project is to design an intelligent system capable of transferring the
characteristics of a real face to a cartoon face, enabling this avatar to be used in a
variety of contexts.

Our approach is based on recent advances in deep learning, in particular adversarial
generative networks and autoencoders. The proposed system starts by extracting
minutiae from each image, which are then used as input to the autoencoder. The
minutiae extraction module is in fact the encoder of the autoencoder, which has
been trained on the FERG-DB database and has achieved 78% accuracy.

The output of this module is then used as input for the cartoon generation module.
To carry out this generation, we used the StyleGAN3 generator, previously trained
by knowledge transfer from the FERG-DB database.

The use of autoencoders and the StyleGAN3 generator represents an interesting
approach to achieving the objective of this project, and the results obtained so far
are encouraging, with significant potential for improvement through more advanced

training.

Keywords :image generation, autoencoder, StyleGAN3, latent vector,

cartoon, avatar.
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Introduction générale

La génération d’images faciales synthétiques est un domaine de recherche en
pleine expansion. Dans ce domaine, la traduction d’image a image, qui vise a ap-
prendre la correspondance entre une image d’entrée et une image de sortie, a fait 1’ob-
jet d’études récentes qui ont connu un succés remarquable. Ces techniques trouvent
leur utilité dans divers domaines, tels que les jeux vidéo, la réalité virtuelle et la

médecine.

De nos jours, les avatars jouent un roéle crucial dans la société. Ils permettent aux
gens de marquer leur identité en ligne et de communiquer avec d’autres utilisateurs

sur les plateformes numériques, ce qui ne doit pas étre sous-estimé.

Les progrés de D'intelligence artificielle ont été considérables ces derniéres an-
nées, offrant aux chercheurs et aux développeurs des modéles sophistiqués pour la
génération d’images de haute qualité. Ces progres ont conduit a I’émergence d’outils
puissants, notamment les générateurs adversaires génératifs (GAN), qui produisent
des images convaincantes et trés réalistes. En particulier, StyleGAN est 'un des
modéles les plus répandus dans le domaine de la génération d’images de visages,
atteignant ainsi des résultats de pointe en termes de fidélité et de qualité visuelles.
En méme temps, ce modeéle posséde des propriétés de démélage de I'espace latent
du StyleGAN, ce qui permet de controler divers facteurs de variation dans I'image

du visage a ’aide des variables latentes.

Ce mémoire se focalise sur la problématique du transfert d’une image de vi-
sage vers un dessin animé (cartoon), en préservant les caractéristiques essentielles
du visage original. Notre objectif principal consiste a concevoir et implémenter une
application de génération de dessins animés en utilisant des modéles d’apprentissage
profond. Nous combinons un auto-encodeur pour I'extraction des caractéristiques du
visage d’entrée, puis le générateur du StyleGAN3 pour la création du visage du car-

toon. Pour entrainer nos modéles, nous utilisons ’ensemble de données FERG-DB
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et évaluons leur performance en utilisant les ensembles de données CK—+ et celeba.

Notre mémoire est structuré en quatre chapitres qui sont présentés briévement

comme suit :
Chapitre 1 : Réseau adversarial génératif (GAN)

Dans ce chapitre, nous aborderons différentes notions liées au deep learning et
aux réseaux génératifs adversaires, en mettant 'accent sur les principaux types de

modéles qui ont été largement étudiés en littérature.

Chapitre 2 : Génération de visages de dessins animés : Ava-
tar ou cartoon.

Dans ce chapitre, une attention particuliére est accordée aux différentes catégo-
ries d’avatars et a leurs domaines d’application, ainsi qu’a la présentation des bases
de données d’avatars disponibles actuellement. En outre, quelques études récentes
axées sur la création d’avatars sont présentées pour illustrer les progrés réalisés dans

ce domaine.
Chapitre 3 : Conception

Ce chapitre offre un apercu approfondi de la conception de notre projet, en dé-
taillant ’architecture et la structure globale de notre projet, tout en mettant 'accent
sur les choix effectués tout au long du processus de développement. Nous décrivons
également les différentes fonctionnalités des composants clés de notre application,
en expliquant comment ils interagissent les uns avec les autres pour atteindre les

objectifs fixés.
Chapitre 4 : Implémentation

Ce chapitre d’implémentation fournit une vue détaillée de la mise en ceuvre de
notre projet. Il décrit tout d’abord ’environnement de développement ainsi que les
langages et les bibliothéques utilisés. Ensuite, les étapes de la mise en ceuvre de
chaque composant du systéme proposé sont détaillées. Les tests et validations effec-
tués pour s’assurer du bon fonctionnement de I'application sont également abordés.

Enfin, les résultats obtenus sont analysés et les performances du systéme sont éva-
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luées par rapport aux objectifs initialement fixés.nous avons présenté et interprété

les différents résultats obtenus.

Pour conclure ce mémoire, nous présentons un récapitulatif global des résultats
obtenus et des principales contributions de notre étude. En outre, nous formulons

des suggestions et des recommandations pour les travaux futurs.



Chapitre 1

Réseau adversarial génératif (GAN)

1.1 Introduction

Lapprentissage en profondeur (DL) est une branche de 'apprentissage automa-
tique (ML) et de 'intelligence artificielle (IA) qui est a connu un regain d’intérét sans
précédent en raison d’avancées technologiques majeures, notamment dans le domaine
de 'apprentissage automatique, qui étend les capacités des ordinateurs et améliore
leurs performances dans de nombreux domaines (traitement du langage, compré-
hension de la parole, reconnaissance d’images, robots, etc.). Ces avancées ouvrent
de grandes perspectives en matiére d’innovation technologique et d’automatisation

de 'environnement de travail[51].

1.2 Apprentissage Automatique

1.2.1 Définition

L’apprentissage automatique, également connu sous le nom de "Machine Lear-
ning", est un domaine de recherche en intelligence artificielle qui vise & extraire des
connaissances pertinentes a partir de grandes quantités de données. Cette approche
repose sur 'utilisation d’algorithmes d’apprentissage automatique qui permettent de
modéliser le processus d’apprentissage. Ces modéles peuvent étre utilisés pour pré-
dire la classe ou le groupe auquel appartiendront de nouvelles instances de données.
En somme, l'objectif de 'apprentissage automatique est de fournir des connais-
sances utiles & partir de données en utilisant des algorithmes sophistiqués.|[9] comme

le montre dans la figure 1.1 .

10
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Algarithme
Extracteur de ML .
Entree caractéristique Caractéristique . 1 Sortir
Pl

FIGURE 1.1 — Flux d’apprentissage automatiquel8§].

1.2.2 Type d’apprentissage

1. Apprentissage supervisé : L’objectif de 'apprentissage supervisé est d’uti-
liser que des données étiquetées pour apprendre. Il existe principalement deux types
d’algorithmes d’apprentissage supervisé : les algorithmes de régression, qui peuvent
convertir l'espace d’entrée en un domaine de valeurs réelles (par exemple, la ré-
gression bayésienne et la régression par vecteur de support), et les algorithmes de
classification, qui peuvent convertir I'espace d’entrée en classes prédéfinies (comme
les réseaux neuronaux artificiels, les arbres de décision, les foréts d’arbre et les ma-
chines & vecteur de support SVM)[48].

2. Apprentissage non supervisé : nous avons défini D des exemples de for-
mation non étiquetés.

- Pas de variable cible

- Les connexions se font uniquement entre les valeurs des variables des exemples

- Absence de tuteur et d’instructeur

L’objectif est d’identifier la similarité ou la distance entre les objets pour construire
des cluster

3. Apprentissage semi-supervisé : L’apprentissage semi-supervisé est une
solution alternative pour pallier le manque de données annotées. Cette méthode
d’entrainement permet de combiner des données étiquetées et non étiquetées pour
entrainer des modéles. Cette particularité en fait une option intéressante pour les cas
ol les données classifiées sont limitées, pouvant servir d’alternative aux méthodes
d’apprentissage supervisé.|9|

4.Apprentissage par renforcement :Il est utilisé pour résoudre des problémes
de prise de décision séquentielle dans des environnements incertains. Ce processus
implique un agent, également appelé sujet, acteur ou décideur, et un environnement
ou un systéme. L’agent doit prendre une série de décisions, chaque décision ayant un
impact sur I’état de 'environnement qui évolue dans le temps de maniére aléatoire.
Les décisions prises par ’agent consistent en des choix d’actions qui dépendent de

I’état actuel de 'environnement. Par conséquent, chaque décision prise par 'agent
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entraine un changement dans I’état de 'environnement, qui a son tour influence les
décisions suivantes. La dynamique temporelle de ces événements qui caractérisent
I'interaction entre ’agent et I'environnement est cruciale dans le processus d’appren-

tissage par renforcement.

1.3 Apprentissage en profondeur

L’apprentissage profond est un domaine de recherche récent en apprentissage au-
tomatique qui vise a rapprocher la discipline de son but ultime : la création d’une
intelligence artificielle. Il se caractérise par l'utilisation d’algorithmes inspirés du
fonctionnement et de la structure du cerveau humain pour apprendre & modéliser
des relations complexes entre des données a plusieurs niveaux de représentation. En
résumé, I'apprentissage profond se concentre sur le développement d’algorithmes so-
phistiqués capables d’apprendre de maniére autonome a partir de données complexes
et qui pourraient contribuer de maniére significative a la création d’une intelligence

artificielle puissante[9]

Intelligence
artificielle

Apprentissage
Automatique

Apprentissage
Approfondi
(Deep

Learning)

FIGURE 1.2 — La relation entre 'intelligence artificielle, le ML et le deep Learning.
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1.4 Les Réseau de neurones

Les réseaux neuronaux artificiels sont directement inspirés des réseaux neuronaux
biologiques du cerveau humain, qui comportent de nombreux neurones biologiques
hautement connectés. Ces neurones communiquent entre eux en transmettant des
signaux par l'intermédiaire de synapses. Ces systémes biologiques sont extréme-
ment complexes par rapport aux systémes artificiels, en raison du grand nombre de
neurones inter connectés qui ne peuvent pas étre traités par une machine.[15] ,La

structure d’un neurone biologique est décrite dans la figurel.3

Dendntes

Boutons
Corps synaptiques

: -’gellulaire

Axone

FIGURE 1.3 — un neurone biologique.

Les neurones artificiels ont la capacité d’étre utilisé pour une grande variété
de problémes. Si une fonction échelon est choisie comme fonction d’activation, Les
neurones peuvent étre utilisés pour la classification binaire, Ces types de neurones

utilisés pour la classification binaire, sont appelés perceptron.|45]
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FIGURE 1.4 — un neurone artificiel.[45]

1.4.1 Le perceptron multicouche

Un perceptron multicouche est un réseau de neurones,connu sous le nom de MLP
(Multilayers) composé de plusieurs couches : une couched’entrée,des couches cachée

et une couche de sortie.)

Entrée Cachée Sortie
xlﬁ) WEE 1(2)
k]
Ye
(1) 2
x?’l wnm x?(n )

FIGURE 1.5 — L’architecture d’un perceptron multicouche.[45]

La figure 1.5 illustre le processus d’entrée des données dans un perceptron multi-

couche (MLP). Chaque neurone de la premiére couche recoit des données brutes en
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entrée, tandis que les couches suivantes recoivent en entrée les valeurs d’activation
de la couche précédente, représentées sous la forme d’un vecteur. La sortie du MLP
est constituée des valeurs d’activation de chaque neurone de la derniére couche, éga-
lement appelée couche de sortie. Dans un MLP, 'activation de chaque couche est
calculée en fonction du vecteur d’entrée et est utilisée dans la rétropropagation pour
analyser la méthode d’apprentissage pour les problémes non linéaires.|[15] I.’adapta-
tion d'un MLP a des poids croissants wij est réalisée en minimisant une fonction de
cout C. [9]

1.4.2 Apprendre avec la rétro-propagation :

Les modéles d’apprentissage en profondeur impliquant plusieurs couches de pro-
jection non linéaires sont difficiles & entrainer des modéles d’apprentissage profond
repose toujours sur 1’algorithme de rétropropagation.

En rétropropagation, les variables du modéle sont mises & jour de maniére ité-
rative jusqu’a convergence avec l'algorithme d’optimisation basé sur la descente de
gradient. En plus de I'algorithme classique de descente de gradient Traditionnelle-
ment, de nombreuses variantes de descente de gradient ont également été proposées
ces derniéres années Améliorer les performances académiques, y compris Momen-
tum, Adagrad, Adam, Gadam, etc.,[50|

1. Méthode de la rétro-propagation :La rétropropagation est une méthode
d’analyse utilisée dans les réseaux neuronaux artificiels pour évaluer l'erreur de
chaque neurone aprés le traitement d'un lot de données. Elle est souvent utilisée
dans les algorithmes d’optimisation par descente de gradient pour ajuster les poids
des neurones en calculant le gradient de la fonction de perte. Cette technique est
parfois appelée propagation inverse de 'erreur parce que U'erreur est calculée & la
sortie et propagée a travers les couches du réseau. Elle nécessite également des sor-
ties connues et souhaitées pour chaque valeur d’entrée, et est donc considérée comme

une méthode d’apprentissage supervisée..|33]

L’algorithme peut étre décrit comme suit :
Entrée :
elinsemble de données d’entrainement
e Architecture du réseau de neurones (nombre de couches, nombre de neurones par
couche)
eFonction de perte (par exemple, erreur quadratique moyenne) eTaux d’apprentis-

sage
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eNombre d’époques (nombre de fois que 'algorithme parcourt 'ensemble de données

d’entrainement)

1.Initialiser les poids du réseau de maniére aléatoire

2.Répéter le nombre d’époques : Pour chaque exemple d’entrainement :
i. Effectuer une propagation avant pour calculer les sorties de chaque couche
ii. Calculer la dérivée partielle de la fonction de perte par rapport & chaque poids
dans le réseau en utilisant la régle de la chaine
iii. Mettre a jour les poids en utilisant la formule :
poids = poids - taux d’apprentissage * dérivée partielle de la fonction de perte par
rapport au poids

3.Retourner les poids ajustés

Descente de gradient : [’algorithme de rétropropagation utilise la descente
de gradient, une méthode d’optimisation itérative du premier ordre couramment
utilisée dans 'apprentissage automatique. Cette méthode permet de trouver le mi-
nimum d’une fonction en utilisant des étapes proportionnelles a la valeur négative
du gradient de la fonction au point actuel. Elle est utilisée pour éviter les minimum

locaux dans les fonctions optimisées.|33|

Algorithme 1 : Algorithme de descente de gradient.

Paramétres d'initialisation aléatoire = 00 ;
pour le nombre d'itérations faire

Calculez la sortie FNN a(xT; 0) compte tenu de l'entrée T et des parameétres
actuels 0 ;

Calculer le gradient de la fonction de perte par exemple pour la sortie
FMNN a(TT) et la sortie cible y ; par rapport aux paraméires 0 :

PenlEaE age

rée T, faire

90 = VL(a(xT;0), ¥i)
Mettez a jour les parameétres en ajoutant le gradient moyen négatif, multiplié par le taux
d'apprentissage 77, compte tenu du nombre d'exemples d'apprentissage N :

N

_ 1
S — > s

FIGURE 1.6 — L’algorithme de Descente de gradient .[33]

2.Les techniques d’optimisation : Le MLP repose principalement sur la méthode
de descente de gradient, qui comprend diverses variantes telles que :
Descente de gradient stochastique (SGD)
Descente de gradient & mini-lots (BGD)
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La descente avec inertie
Descente de gradient accélérée de Nesterov (NAG)[9]

1.4.3 Les Architecture de DL

Dans cette section, nous examinons différents types de réseaux profonds, qui
impliquent généralement plusieurs couches d’étapes de traitement de I'information
apprises dans une structure hiérarchique. Les techniques d’apprentissage en profon-
deur peuvent étre regroupées en trois grandes catégories : (i) les réseaux en profon-
deur pour Papprentissage supervisé ou discriminatif; (ii) les réseaux en profondeur
pour Iapprentissage non supervisé ou génératif; et (iii) les réseaux en profondeur
pour 'apprentissage hybride qui combine ces deux types d’apprentissage et d’autres

éléments pertinents, comme l'illustre la figure 1.7.[36]

Deep Learning
Techniques
v v 7
¥ ¥ ¥
Diiscriminative Generative Hyhrid Learning
{Supervised) {Unsupervised) and Others

|l Model_1
= GAN SAE (CHN+LSTM)
e SAE
| Model_2
= SOM

{_-| MLP
-|>| CHN
= RMN
(==

:
il

= CAE Muodel_3
1 [AE+SVM)
‘ RBM | [ [:.{ DTL
|‘:|| v :
LSTM |Ei-LS'I'M | GRU | r:-‘ DBN | - DRL
v I A B 7
AE-DBN REM-DBEN Model-hased ‘ Madel-free

FIGURE 1.7 — Les techniques de DL.

Dans ce qui suit ,nous détaillons d’abord 'architecture d’un réseau de neurone convo-
lutif qui constitue le modéle de base des architectures DL , Ensuite nous présentons

les bases des modéles GAN et les Autoencoder

1.Les réseaux neuronal convolutifs :

Le réseau neuronal convolutif (CNN) est une variante des réseaux neuronaux
artificiels (ANN) qui se distingue par sa capacité a apprendre automatiquement un
grand nombre de filtres paralléles spécifiques a ’ensemble de données d’apprentis-

sage, dans les limites du probléme de modélisation prédictive spécifique, tel que la
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classification d’images. Les CNN sont constitués de neurones dont les poids et les
biais peuvent étre appris. Chaque neurone spécifique recoit de nombreuses entrées,
en fait une somme pondérée, applique une fonction d’activation et produit une sor-

tie. Les CNN sont composés de quatre types de couches sont :[37]

Max Couche

Image cn Convolution pooling entiérement
entree + Relu connectée

FIGURE 1.8 — Schéma des réseaux de neurones convolutifs .

1) Couche de convolution
Dans une architecture CNN, les composants les plus importants sont les couches
convolutionnelles. Tl consiste en un ensemble de filtres convolutifs. ['image d’entrée,
représentée sous la forme d’un volume a N dimensions, est convoluée avec ces filtres

pour produire une carte de caractéristiques de sortie

.Je noyau du filtre :est Une grille de nombres ou de valeurs discrétes décrit
le kernel. Chaque valeur est appelée un poids de base. Au début du processus de
formation du CNN, des nombres aléatoires sont attribués en tant que poids du ker-
nel. Ces poids sont ensuite ajustés a chaque époque d’apprentissage ; ainsi, le kernel

apprend & extraire des caractéristiques significatives.

.Convolutional Operation :L’opération de convolution est une opération clé
des réseaux neuronaux convolutifs (CNN) utilisés pour le traitement des images.
Cette opération consiste a appliquer un filtre ou un noyau de convolution & I'image
d’entrée en effectuant une opération de produit de points entre les valeurs de chaque
pixel de 'image et les valeurs du filtre. Cette opération permet de capturer des carac-
téristiques spécifiques de I'image, telles que les bords, les contours ou les textures. La
convolution peut également étre effectuée sur plusieurs canaux d’entrée pour captu-
rer des informations supplémentaires. Elle est suivie d’une fonction d’activation non

linéaire pour introduire la non-linéarité dans les données et augmenter la capacité
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de représentation du réseau. La convolution est souvent utilisée en combinaison avec
d’autres couches, telles que des couches de mise en commun ou de normalisation,

pour construire des architectures CNN plus complexes..[4]

Les champs récepteurs

o]0 ojojo o o0 —:\’[arge
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Produit  carte des
Données en entrée  Scalaire caractéristiques

FIGURE 1.9 — Une opération de convolution.|9]

2)La couche de pooling est principalement utilisée pour effectuer un sous-
échantillonnage des cartes d’entités générées par les opérations de convolution. En
réduisant la taille des cartes d’entités, cette approche permet de créer des cartes
d’entités plus petites comme le montre la figurel.10.
3)Couche entiérement connectée :Les couches entiérement connectées d’'un CNN
ont une structure similaire a celle d’'un MLP. Leur objectif est d’apprendre des combi-
naisons non linéaires entre les caractéristiques extraites par les couches convolutives.
Le résultat de la derniére couche convolutive est un vecteur qui représente 1’entrée
d’un ensemble de couches entiérement connectées. Dans la classification supervi-
sée, la derniére couche est utilisée pour prédire les classes & 'aide de la fonction

d’activation Softmax.
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FIGURE 1.10 — Une opération de Max-pooling.|9]

ReLU :La fonction ReLU est un acronyme pour "Rectified Linear Unit" (unité
linéaire rectifiée), couramment utilisée dans les réseaux neuronaux. L’avantage de
I'utilisation de la fonction ReLU est que seuls certains neurones sont activés, et non
tous les neurones en méme temps. Ainsi, un neurone sera désactivé lorsque la sortie de
la transformation linéaire est nulle. La ReLLU est plus efficace que d’autres fonctions
car seul un sous-ensemble de neurones est activé a la fois. Toutefois, dans certaines
situations, la valeur du gradient peut étre nulle, ce qui empéche de modifier les poids
et les biais pendant la rétropropagation de 1'apprentissage du réseau neuronal.[38],

la figurel.11 présente le graphe de la fonction d’activation Relu
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FIGURE 1.11 — Tracé de la fonction d’activation de RelLU.

4) Dropout : une technique de régularisation efficace pour les réseaux de type
feed-forward neural networks (FNN). Elle consiste & former un ensemble virtuel de
tous les sous-réseaux qui peuvent étre construits en supprimant des unités de la
couche de sortie d'un réseau de base. Cette approche réduit le surapprentissage en
forcant le réseau a apprendre des représentations plus robustes des données d’en-
trée. En d’autres termes, Dropout empéche les neurones de s’adapter de maniére
trop spécifique aux données d’apprentissage, ce qui peut entrainer une baisse des
performances lors de la phase de test[45]. la figurel.12 montre un exemple de cette

technique
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FIGURE 1.12 — Exemple du Droput[43].
1.5 Reéseaux de neurones non supervisés :

1.5.1 Réseau adversarial génératif (GAN)

un modéle de réseau génératif adversarial (GAN) a été développé en raison de
sa capacité a générer des échantillons de haute qualité de visages réels. La synthése
d’images de visages a l'aide des GAN a été un succés, permettant une optimisation
immédiate et des résultats réalistes. De plus, les GAN conditionnels étendus offrent
la possibilité de controler les caractéristiques des images en manipulant des vecteurs
potentiels et en décodant des représentations dimensionnelles réduites en espace

latent. La figure suivante illustre les différents types de GANs[13].

L | Type of GANs

L
| | - | | | | | - 1

Ganarativa Doubla Encodar Conditional Geomatry-guidad Geomatry
. Conditional GANS . Differance Generative "
Adversarial A Conditional GAN . - z Contrastive-GAN
e [cGANS) e | | dversarial auto Adversarial e
. sreer - Encoder (COAAE) | & Metwork(G2GAN) )

FIGURE 1.13 — Les type des Gans|13].

Présentation de GAN Les GANs [18] font partie de la famille des modéles
génétiques. Il sont capable de générer des images d’objets similaires a partir d’un
ensemble de données sans qu’ils soient nécessairement identiques a ceux qui existent
déja. Dans le domaine des visages humains, ’objectif des GANs est de générer des
photographies a la fois réalistes, distinctives et diverses. La figure 1.14 illustre deux

exemples de résultats obtenus par(Karras et al(2019)).[13] .
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FIGURE 1.14 — Exemples de visages humains générés a partir de la structure proposée|13].

Les GANs sont structurés en deux parties principales : le générateur et le discri-
minateur :

Le Générateur : A pour objectif de produire des images de haute qualité en utili-

sant un bruit d’entrée (gaussien ou uniforme) et en le transformant dans un espace
d’image. Pour étre efficace, le générateur nécessite un espace latent avec une dis-
tribution spécifiée, connue sous le nom de distribution dormante. Son role est de
garantir que le générateur produit les meilleures images possibles en utilisant cette
distribution.

Le Discriminateur :Le discriminateur, quant & lui, apprend a distinguer les fausses
images générées par le générateur des vraies données disponibles dans le jeu d’en-
trainement. Méme si le discriminateur sert de fonction de soutien, il n’en est pas

moins vital puisqu’il fournit les informations nécessaires et suffisantes au générateur.

d’un point de vue probabiliste, transfére la distribution latente dans 1’espace
d’arrivée et définit ainsi une mesure d’image. Les GANs utilisent ensuite cette mesure
d’image pour estimer la distribution cible. Le discriminateur, quant & lui, définit une
distance (ou divergence) entre les deux distributions de probabilité, la distribution
cible et la distribution produite, en discriminant les vraies et fausses images.En
termes d’optimisation, le générateur cherche a tromper le discriminateur tandis que
le discriminateur est entrainé de maniére supervisée : il accepte en entrée des images

vraies et fausses et tente de les catégoriser correctement [44].
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FIGURE 1.15 — Architecture classique d'un GAN.

1.5.2 Les Types des GANSs :

1. Réseau adversarial génératif conditionnel(cGAN) :

Une fois que le vecteur potentiel est paramétré, I'information contenue dans
I'image est structurée de maniére efficace, donnant ainsi naissance au réseau adver-
sarial génératif conditionnel (¢cGAN). Ce type de réseau est capable de générer des
images controlées par des étiquettes et des caractéristiques spécifiques. En analy-
sant les résultats de sortie, les cGANs sont également utilisés pour des applications
telles que la modification faciale, le vieillissement du visage et d’autres transferts
d’expressions faciales.

2. Double Encoder Conditional GAN (DECGAN) :

Les GANs peuvent étre réglés directement pour fournir les données les plus réa-
listes et les plus plausibles. Les DCGAN sont utilisés pour réguler les caractéristiques
des images produites. Grace a 'apprentissage associatif, deux codeurs échangent des
caractéristiques. Les données peuvent étre corrélées du domaine cible au domaine

d’origine en reconstruisant sur un ensemble cohérent de qualités intrinséques.[29]

1.5.3 Les domaines d’application des GANs

En plus d’étre présents dans des domaines importants, les réseaux adversariens

génératifs ont un grand potentiel :

L’analyse d’images : La littérature sur 'analyse d’images a 'aide des GAN
est trés variée. ont envisagé comment les GAN pourraient faciliter I’édition d’images.

Il est possible de le faire revivre, de lui ajouter des lunettes, ou de modifier son
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genre en se déplacant dans certaines directions de ’espace dormant. sont maintenant

capables de modifier une image en lui donnant un style photo ou tableau.

La génération de vidéos : Au-dela de analyse d’images, les GANs ont été
appliqués avec succés dans divers domaines de recherche. En se basant sur les récents
développements en analyse vidéo, notamment la convolution 3D, les GAN se sont

révélés treés efficaces pour produire des vidéos.

Le langage : Les GANs ne sont pas directement applicables dans le domaine
du traitement du langage naturel (NLP) en raison de leur conception initiale qui im-
plique le calcul des gradients de la sortie du générateur. Malheureusement, cette opé-
ration n’est pas réalisable dans le domaine discret, tel que le traitement du langage
naturel. Par conséquent, les GANs ne sont pas directement adaptés a I'application
dans le NLP.[44]

1.5.4 Auto-Encoder (AE) :

Un auto-encodeur (AE) est une approche d’apprentissage non supervisé bien
connue qui utilise des réseaux neuronaux pour apprendre des représentations. Un
auto-codeur comme le montre la figurel.16 est composé de trois parties : I'enco-
deur, le code et le décodeur. L’encodeur compresse 'entrée et génére le code ,que le
décodeur utilise ensuite pour recréer 'entrée. L’auto-encodeur est largement utilisé
dans de nombreuses taches d’apprentissage non supervisé, tel que la réduction de la
dimensionnalité, 'extraction de caractéristiques, le codage efficace, la modélisation

générative, le débruitage, etc.
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Couche d'entrée Couche de sortie

FIGURE 1.16 — La structure d’un auto-encodeur.|9|
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1.5.2.1 les types de AE : Plusieurs variétés d’auto-encodeurs ont été propo-
sées depuis leur introduction. Les plus couramment utilisés sont décrits dans ce qui

suit :

Auto-codeur de débruitage (DAE) : Un auto-codeur de débruitage est une
variante de 'auto-codeur de base qui vise & améliorer la représentation en modifiant
le critére de reconstruction. Son objectif est de réduire le risque d’apprentissage de
la fonction d’identité en minimisant 'erreur moyenne de reconstruction sur les don-
nées d’apprentissage. Concrétement, il prend en entrée des données corrompues et
apprend a les nettoyer en récupérant la version originale non déformée en sortie. En
informatique, les auto-codeurs de débruitage agissent comme des filtres puissants
utilisés pour le prétraitement automatique des données. Par exemple, dans le cas
d’une image, un auto-codeur de débruitage peut améliorer sa qualité afin d’optimi-

ser la précision de la reconnaissance|36].

Variational Autoencoder (VAE) : La principale différence entre un auto-
codeur variationnel (VAE) et I’auto-codeur classique mentionné précédemment ré-
side dans son efficacité pour la modélisation générative. Les VAE transforment les
données d’entrée en parameétres d'une distribution de probabilité, tels que la moyenne
et la variance d’une distribution gaussienne, tandis que les auto-codeurs tradition-
nels transposent I'entrée en un vecteur latent. Dans un VAE, on suppose une dis-
tribution de probabilité sous-jacente des données sources, et les paramétres de cette
distribution sont ensuite estimés. Bien que cette méthode ait été initialement déve-
loppée pour "apprentissage non supervisé, elle a été utilisée avec succées dans d’autres

contextes tels que I'apprentissage supervisé et 'apprentissage semi-supervisé|36].

Autoencodeur clairsemé (SAE) : Dans le cadre de ses exigences d’apprentis-
sage, un autoencodeur clairsemé impose une pénalité de clairsemation a la couche de
codage. Bien que les SAE puissent contenir plus d’unités cachées que d’entrées, seul
un nombre limité d’unités cachées peut étre actif en méme temps, ce qui donne un
modéle clairsemé. Par conséquent, ce modéle est obligé de répondre aux propriétés

statistiques uniques des données d’apprentissage tout en respectant ses limites|36].
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1.6 StyleGan

NVIDIA StyleGAN est une nouvelle technologie basée sur I'TA qui permet de
produire des images photoréalistes de personnes, de paysages et d’objets avec un
niveau de réalisme sans précédent. Il repose sur les avancées des réseaux adverses
génératifs (GAN), une forme de réseau neuronal qui a récemment été utilisée pour
générer des images et des vidéos truquées trés réalistes. Le fonctionnement de Sty-
leGAN repose sur une collaboration entre deux réseaux : un générateur qui crée la
sortie souhaitée et un discriminateur qui essaie de distinguer les images générées des
images réelles. Les GAN peuvent apprendre a produire des images de plus en plus
réalistes en ajustant les poids de ces réseaux en fonction des informations fournies

par le discriminateur|25].

1.6.1 Les Variantes de Stylegan

Stylegan StyleGAN est un modéle de réseau adversarial génératif (GAN) qui
se distingue par sa capacité a générer des images de haute qualité et haute résolution.
Cette architecture, initialement proposée par les chercheurs de NVIDIA en 2018, a
rapidement suscité I'intérét de la communauté scientifique en raison de ses résultats
impressionnants.

L’un des principaux avantages de StyleGAN réside dans sa capacité a personnali-
ser de nombreuses caractéristiques des images générées, telles que la qualité, le style
et méme des attributs spécifiques comme la couleur des cheveux et les expressions
faciales. Cela est rendu possible grace a 'utilisation d’un espace latent, un espace
vectoriel de haute dimension qui contient des informations sur les différents aspects
des images créées.

Le générateur de StyleGAN utilise un réseau neuronal profond qui prend en en-
trée un vecteur de bruit aléatoire et génére une image de haute qualité en utilisant
un ensemble de filtres appris & partir des données d’entrainement. Le modéle utilise
également des "styles" pour controler la génération de 'image, permettant a I'utili-
sateur de manipuler des attributs tels que la couleur, la luminosité, la texture et la
géométrie.

De plus, StyleGAN utilise la technique de normalisation adaptative des instances
(AdaIN), qui permet au réseau de modifier la moyenne et ’écart-type des caracté-
ristiques de 'image générée, offrant ainsi une plus grande flexibilité dans la création

d’images variées et réalistes.
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FIGURE 1.17 — L’architecture du Stylegan.[24]

Stylegan2 : Il s’agit d’une version améliorée de StyleGAN, qui a été publiée en
2018. L’utilisation de la normalisation adaptative des instances (AdalN) pour aug-
menter la qualité et la variété des images produites est 'innovation fondamentale de
StyleGAN2.L’inclusion d’'un discriminateur adaptatif, qui permet un entrainement
plus efficace et une meilleure convergence du générateur, est 'une des avancées signi-
ficatives introduites dans StyleGAN2. De plus, StyleGAN2 comprend une nouvelle
architecture de générateur qui permet un controle plus étendu des graphiques pro-
duits. Sa capacité a gérer la quantité de détails, la position et 'expression des visages
générés en fait un outil populaire dans le domaine de la vision par ordinateur et du
graphisme. Une autre caractéristique importante de StyleGAN2 est sa capacité a
créer de grandes images avec une grande qualité et des détails allant jusqu’a 1024
par 1024 pixels. Il s’agit donc d’un excellent outil pour générer des photographies et
des visages en haute résolution, ainsi que pour des applications telles que la réalité
virtuelle et la réalité augmentée. StyleGAN2 est 'utilisation d’un nouveau type de
réseau générateur appelé mapping network.. Le réseau de mapping prend un vecteur
de bruit aléatoire en entrée et le mappe dans un espace latent qui est plus adapté a
la génération d’images. Cela permet un controle plus fin du processus de génération

d’images.



1.6. STYLEGAN 29

Latent z € 2 Latent z € Z Noise

Synthesis network g

Mapping
network [ Sty
@

Fully-connected

4x4
Evolve
Conv 3x3

8xR

(a) Traditional (b) Style-based generator

FIGURE 1.18 — L’architecture du Stylegan2|24].

Stylegan2-Ada StyleGAN2-ADA est une extension du modéle StyleGAN2,
qui a été introduite pour répondre a certaines de ses limitations. Il a été créé par Tero
Karras, Samuli Laine et Timo Aila de NVIDIA. Le terme " ADA " dans StyleGAN2-
ADA signifie " adaptive discriminator augmentation " (augmentation adaptative du
discriminateur), qui est une caractéristique clé du modéle.

L’un des principaux défis de I’entrainement des GAN est que le discriminateur
peut rapidement devenir trop puissant, ce qui rend difficile 'apprentissage du gé-
nérateur. StyleGAN2-ADA résout ce probléme en utilisant une technique appelée
augmentation adaptative du discriminateur, ot le discriminateur est dynamiquement
augmenté avec de nouvelles données pendant la formation. Cela permet d’éviter qu’il
ne devienne trop puissant et permet au générateur d’apprendre plus efficacement.

StyleGAN2-ADA introduit également plusieurs autres améliorations par rapport
au StyleGAN2 original, notamment une meilleure gestion des petits détails, une
meilleure stabilité de 'apprentissage et la possibilité de générer des images haute

résolution jusqu’a 1024x1024 pixels.[25]
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FIGURE 1.19 — L’architecture du Stylegan2-Ada.[16]

Stylegan3 Le but de StyleGAN3 est de résoudre le probléme du " collage de

" qui se produisait lors de la transition de morphing (par exemple, le mor-

texture
phing d’un visage a un autre) dans StyleGAN2. StyleGAN3 est un modéle génératif
de pointe pour la synthése d’images et de vidéos de haute qualité. Il a été développé
par des chercheurs de NVIDIA et constitue une extension des modéles StyleGAN
précédents.

StyleGAN3 comprend plusieurs améliorations par rapport & ses prédécesseurs,
notamment un nouvel algorithme d’apprentissage appelé Lazy Regularization, une
architecture plus efficace appelée Convolutions Over Pixels et un nouveau jeu de
données d’apprentissage appelé BaseGAN dataset.

Ces améliorations ont conduit a des progres significatifs dans la qualité et la
diversité des images générées par StyleGAN3. Le modéle peut générer des images
trés réalistes et complexes avec des détails et des textures fins, ce qui le rend utile
pour une large gamme d’applications telles que I'art, la mode et le développement

de jeux.
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FIGURE 1.20 — L’architecture du Stylegan3|25].

1.7 Conclusion

Apprentissage profonds est une branche de I'intelligence artificielle (IA) basée sur
I’apprentissage automatique de représentations de données. Les réseaux de neurones,
en particulier les CNN (Convolutional Neural Networks), sont devenus la pierre an-
gulaire du Deep Learning. Les GAN (Generative Adversarial Networks)aussi sont
une architecture de réseau de neurones utilisée pour la génération de données syn-
thétiques. Le StyleGAN est une implémentation particuliére de GAN permettant la
génération de visages et d’images réalistes avec un haut niveau de controle sur les
caractéristiques de 'image. il utilise une approche hiérarchique pour apprendre les
caractéristiques d’images a différentes échelles, permettant la génération de détails

fins et la séparation de 'apprentissage des styles et du contenu de I'image.



Chapitre 2

AvatarGénération de visages de

dessins animeés : Avatar ou cartoon.

2.1 Introduction

[’avatar est un modéle numérique représentant votre identité sur différents ré-
seaux. Il vous permet d’interagir en ligne, de diffuser sur Internet, de tenir des
réunions virtuelles, d’enseigner & un public en ligne et bien plus encore. Avoir un
avatar vous ouvre les portes d’'un monde virtuel passionnant et vous procure une joie
infinie. Créons tous nos propres avatars 2D /3D pour commencer. Avec le développe-
ment rapide de la technologie de modélisation 3D, stimulé par ’essor du marché des
jeux, nous pouvons désormais personnaliser nos avatars de maniére plus poussée, les

rendant plus proches de nous-mémes ou de nos aspirations.

2.2 Définition

Les avatars numériques sont des représentations virtuelles d’eux-mémes. Ils per-
mettent aux personnes du monde entier de communiquer dans le monde numérique
d’une maniére naturelle et humaine. Les avatars sont largement utilisés dans les jeux
en ligne et les sites de réseaux sociaux . Si la préservation de 'anonymat des uti-
lisateurs est un droit fondamental des internautes, il est également souhaitable de
disposer d’avatars virtuels capables de transmettre des émotions authentiques. Il est
plus facile de communiquer et de distinguer les humains des faux personnages lors-
qu’ils ont de véritables émotions. Les expressions faciales sont des caractéristiques

humaines essentielles qui ne révélent rien de I'identité d’une personne.|30]

32
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2.3 Type d’avatar

2.3.1 Avatar tridimensionnelle

:Un avatar 3D est une représentation virtuelle numérique d’un personnage qui
peut vous représenter sur d’autres plateformes en ligne. Vous pouvez le programmer
pour diffuser en direct sur Internet, interagir avec votre famille et vos amis en ligne,
organiser des réunions avec vos collégues, ou enseigner a votre public en ligne, parmi
d’autres possibilités. Posséder un avatar 3D vous permet de plonger dans un monde
virtuel fascinant et peut vous offrir un plaisir illimité. Commencons tous par créer

notre propre avatar 3D personnalisé.

FIGURE 2.1 — 3D avatar.

2.3.2 Animal Avatars :

Les individus choisissent un avatar animal qui, selon eux, incarne leur identité ou
représente une signification ou un symbolisme qu’ils trouvent attrayant. Les animaux
représentent souvent des attributs et des personnalités spécifiques. Dans la société
moderne, de nombreux individus ont des animaux de compagnie tels que des chiens,
des chats et des oiseaux, et ces animaux sont souvent considérés comme un membre

de la famille, un compagnon ou une autre personnalité.|28]
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FIGURE 2.2 — Animal Avatar.

2.3.3 Avatar de jeu :

C’est une Représentation graphique du joueur sous la forme d’un personnage
humain ou non humain.Plusieurs degrés de personnalisation (corps, visage et véte-
ments) sont utilisés selon 'outil d’animation, qui sont controlé par l'utilisateur par

des mouvements (fléches ou clics), des gestes et des émotions.|[10]

2.3.4 Avatar humain :

Les avatars humains articulés et d’apparence réaliste a de nombreuses applica-
tions dans les domaines de la télé conférence, des jeux, de la réalité augmentée et
de la réalité virtuelle.Créé des personnes qui représentent le contour du corps, y
compris les déformations du visage et des mains sont crée les derniéres années. Ces
modéles sont basés sur une géométrie maillée et sont appris a partir d’ensembles
de données de scanners corporels existants. Les vétements et les cheveux ajoutent
physiquement une couche supplémentaire de difficulté a la modélisation du corps;
ils sont considérablement plus difficiles & modéliser en apparence, et les données 3D
correctes pour ces éléments sont rares et difficiles a obtenir. La création d’avatars

réalistes est toutefois impossible sans la modélisation de ces caractéristiques.|14]
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FIGURE 2.3 — Avatar Human[49].

2.3.5 Cartoon Avatar :

Les dessins animés sont des illustrations non réalistes ou semi-réalistes, qui
peuvent étre dessinées a la main ou générées par ordinateur. Lorsque ces dessins
présentent des mouvements, ils deviennent des animations.Ils sont utilisés dans les
médias imprimés, la publicité, les médias numeériques et 'industrie du divertisse-
ment. Dans les dessins animés et les animations, un personnage vivant peut étre
créé sans l'intervention d’acteurs humains en tant qu’acteurs. Ces productions sont
susceptibles de cotiter moins cher qu les productions dans lesquelles des humains
sont impliqués en tant qu’acteurs. Dans les films d’animation, ’objectif est de créer
des personnages réalistes, semblables a des humains, en utilisant des dessins ani-
més. La proximité du réalisme est directement proportionnelle & la complexité de la

génération d’un dessin animé. [42]
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FIGURE 2.4 — Avatar Cartoon|42].

2.4 Domaines d’utilisation des avatars :

2.4.1 Dans la réalité virtuelle :

Un systéme de réalité virtuelle (RV) immerge 'utilisateur dans un espace ou un
autre monde simulé. L’interactivité a 'intérieur de ladite zone, les affichages (c’est-
a-dire les dimensions sensorielles de la vue, de 'ouie, du toucher, etc.) fournissant
un retour d’information pour les interactions a l'intérieur dudit espace, et un en-
vironnement fabriqué qui permet 'immersion, ou le sentiment de "se perdre" dans
une expérience, sont des caractéristiques clés de la RV [40]. L’objectif de la techno-
logie de RV pure est de fournir un substitut aux éléments authentiques; une illusion
compléte d’une notion et/ou d’un cadre réel ou imaginaire. Ce type de virtualité
différe des formes de réalité mixte telles que la réalité augmentée, dans laquelle des
éléments virtuels sont injectés dans des situations du monde réel, et la virtualité
améliorée, dans laquelle des composants du monde réel sont insérés dans un envi-
ronnement essentiellement virtuel[27]. Les simulations virtuelles ont été utilisées par

les chercheurs.

2.4.2 Les jeux Video :

Les avatars jouent un role tout a fait distinct dans les jeux vidéo : ils permettent

aux utilisateurs de construire un personnage 3D & part entiére qui les représentera
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dans certains jeux, notamment les jeux en réseau.Les utilisateurs qui jouaient sous
la forme d’un avatar qui leur ressemblait dans un jeu avaient une pulsion intrinséque
plus élevée que les utilisateurs qui jouaient sous la forme d’un avatar aléatoire pour

leur personnage [1].

2.4.3 Réseaux sociaux :

L’utilisation d’avatars dans les réseaux sociaux est trés courante,ils sont la pour
augmenter la valeur de reconnaissance d’une personne ou d’un profil au sein du ré-
seau. Ils sont considérés comme un élément de confiance. De nombreuses personnes
utilisent une photo authentique d’elles-mémes comme avatar sur les réseaux sociaux.
Cette pratique n’est pas courante sur les forums, oil les utilisateurs préservent sou-
vent leur anonymat. On utilise plutdt des dessins animés, des graphiques en 3D,
des images de lieux, de créatures ou d’étoiles, des croquis, des slogans et d’autres

¢léments de ce type[35].

2.4.4 Les systémes d’apprentissage en ligne

Les systémes d’apprentissage en ligne basés sur la stratégie des avatars consti-
tuent un environnement particuliérement efficace pour dispenser une meilleure for-
mation. Ces plateformes virtuelles ont été développées afin que les individus puissent
personnaliser leur avatar : qu’il s’agisse d’une représentation humaine ou non hu-
maine répondant ainsi parfaitement & leurs besoins spécifiques pour accomplir leurs
objectifs éducatifs. Les utilisateurs interagissent via leur avatar avec diverses res-
sources d’apprentissage (instructeurs ou autres apprenants). Participent a plusieurs
activités visant I'interactivité autour du processus éducatif : simulation, jeux sérieux,
chatbots etc [32].

2.5 Les bases de données d’avatars :

2.5.1 FERG (Facial Expression Research Group Database) :

FERG est une base de données de personnages de dessins animés avec des ex-
pressions faciales annotées contenant 55 769 images de visages annotées de six per-
sonnages. Les images de chaque personnage sont regroupées en 7 types d’expressions
de base, a savoir la colére, le dégotit, la peur, la joie, la neutralité, tristesse et la
surprise, la joie, la neutralité, la tristesse ,ils ont créé les poses clés pour chaque

expression, et elles ont été étiquetées par Turc mécanique(MT)[7] pour alimenter la
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base de données au départ. Le nombre de poses clés créées dépend de la complexité
de I'expression pour chaque personnage.|5]. Quelque exemple d’image de cette base

de donnes sont illustre dans figure2.5.

FIGURE 2.5 — Quatre échantillons de sujets présentant sept expressions
(neutre, colére, dégott, peur, bonheur, tristesse et surprise)[5].

2.5.2 MetFaces dataset :

L’ensemble de données MetFaces est une collection de plus de 140 000 images
d’ceuvres d’art provenant du Metropolitan Museum of Art de New York. L’ensemble
de données comprend une variété de styles et de genres provenant de différentes
périodes et cultures. Chaque image est accompagnée de métadonnées comprenant
I’artiste, le titre, la date et le support de ’ceuvre. L’ensemble de données peut étre
utilisé pour diverses taches de vision artificielle et d’apprentissage automatique, telles
que la classification d’images, la détection d’objets et I'art génératif[16].La figure2.6

montre deux exemple de cette base de données .

FIGURE 2.6 — Exemple de la base MetFaces.
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2.5.3 Disney Dataset

est une collection d’images de visages de personnages animés populaires de Dis-
ney, notamment Mickey Mouse, Minnie Mouse, Donald Duck, Goofy et d’autres
comme le montre la figure2.7. L’ensemble de données comprend plus de 100 000
images, chacune d’une taille de 256x256 pixels, et couvre une large gamme d’émo-
tions, d’expressions et de poses. Les images sont de haute qualité et mettent 'accent
sur les détails du visage, ce qui les rend adaptées a la reconnaissance faciale, a ’ana-
lyse des expressions et a d’autres taches connexes. L’ensemble de données est souvent
utilisé dans la recherche sur 'apprentissage automatique et la vision par ordinateur,
en particulier dans les modéles génératifs tels que les GAN pour créer de nouveaux

visages de personnages de Disney.|31]

Qs
' Qs

FIGURE 2.7 — Exemples de Disney Dataset [31].

2.5.4 CartoonSet Dataset

Cartoon Set est une collection d’images aléatoires d’avatars en 2D. Les dessins
animés varient en 10 catégories de dessins, 4 catégories de couleurs et 4 catégories
de proportions, avec un total de 1013 combinaisons possibles. la bdd fournissons des
ensembles de 10 000 et 100 000 dessins animés choisis au hasard et des attributs
étiquetés. Chaque visage de dessin animé est composé de 16 éléments, dont 12 attri-
buts faciaux (par exemple, la pilosité faciale, la forme des yeux, etc.) et 4 attributs
de couleur (comme la couleur de la peau ou des cheveux) qui sont choisis parmi un
ensemble discret de valeurs RGB.[34]
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FIGURE 2.8 — Exemple de la base CartoonSet .
2.6 Travaux connexes

2.6.1 Article 1 :"3D Cartoon Face Generation with Control-
lable Expressions from a Single GAN Image[46] "

Dons cet article les auteurs proposent une nouvelle approche pour générer des
visages de dessins animés en 3D avec des expressions controlables a l'aide d’une
seule image GAN. La méthode proposée utilise un réseau de génération d’images
2D vers des formes 3D pour générer des modéles de visage 3D, puis cartographie
les modéles générés sur le domaine d’image GAN pour synthétiser des visages de
dessins animés 3D avec les expressions souhaitées. [.’approche proposée introduit
deux éléments clés dans les méthodes existantes : 1) un réseau de génération de
formes 3D qui peut générer des modéles 3D avec différentes expressions faciales, et
2) un réseau de mappage d’expressions faciales qui peut transférer les expressions
faciales du domaine de I'image GAN au domaine de la forme 3D.Les auteurs éva-
luent ’approche proposée sur un ensemble de données de visages de dessins animés
en 3D et démontrent qu’elle peut générer des visages de dessins animés en 3D de
haute qualité avec des expressions contrdlables & partir d’une seule image GAN. La
méthode proposée surpasse les méthodes de pointe existantes en termes de qualité
visuelle et de controlabilité des expressions. Les auteurs fournissent également des

études et des analyses d’ablation pour valider 'efficacité de la méthode proposée.

2.6.2 Article 2 :"XGAN : Unsupervised Image-to-Image Trans-
lation for Many-to-Many Mappings[34] "

Dans ce travail les auteurs décrit une méthode pour la traduction d’'images dans
un cadre non supervisé pour les cartes de correspondance many-to-many. La mé-
thode proposée utilise un modéle génératif adversaire conditionnel (CGAN) pour

apprendre des fonctions de mappage entre les distributions de données d’entrée et
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de sortie. Le modéle XGAN utilise une architecture de réseau de neurones profonds
pour apprendre les cartes de correspondance entre les domaines d’entrée et de sortie,
qui peuvent étre différents en termes de style, d’orientation, de texture et de couleur.
Le modéle est formé sur des paires d’images, I'une provenant du domaine d’entrée
et l'autre du domaine de sortie, sans étiquettes de correspondance. Les résultats
expérimentaux montrent que la méthode XGAN est compétitive avec les méthodes
d’apprentissage supervisé existantes pour la traduction d’images "many-to-many".
Les auteurs ont également montré que leur méthode est capable de produire des

traductions de haute qualité pour une variété de taches de traduction d’images.

2.6.3 Article 3 :"Cartoon Face to Human Face Translation
using Contour Loss based CycleGANs[42]"

Les auteurs propose une méthode de traduction des visages de dessins animés
en visages humains a 'aide d’'un CycleGAN basé sur la perte de contour. Les au-
teurs affirment que les méthodes existantes ne préservent pas la structure faciale des
visages de dessins animés, ce qui conduit a des résultats irréalistes. Ils proposent
d’utiliser un terme de perte de contour pour s’assurer que les visages humains gé-
nérés conservent la structure faciale du dessin animé tout en étant transformeés en
visages humains réalistes. La méthode proposée se compose de deux générateurs
et de deux discriminateurs. Les générateurs apprennent a traduire les images entre
les deux domaines, tandis que les discriminateurs font la différence entre les images
réelles et les images générées. La perte de contour est ajoutée a la fonction objective
du générateur pour encourager I'image générée a conserver la structure faciale ori-
ginale. Les auteurs utilisent également un terme de perte d’identité pour préserver
I'identité de 'image d’entrée pendant la traduction.Les auteurs concluent que leur
méthode peut étre utilisée pour diverses applications, telles que la création d’avatars

réalistes pour les jeux ou 'animation.

2.6.4 Article 4 :"Resolution Dependent GAN Interpolation

for Controllable Image Synthesis Between Domains [31]"

Cet article propose une nouvelle méthode de synthése d’images controlable entre
domaines a ’aide d’une technique d’interpolation GAN dépendante de la résolution
. L’approche consiste a entrainer deux GAN sur des domaines différents, I'un avec
des images a plus haute résolution et 'autre avec des images a plus faible résolution,
et & interpoler l'espace d’image intermédiaire pour obtenir une synthése d’image

controlée entre les domaines. Les auteurs présentent également une nouvelle mesure
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de qualité et de diversité des images, appelée indice de séparation (SI), et montre que
leur méthode est plus performante que les méthodes existantes basées sur les GAN
en termes de qualité visuelle et de diversité des images synthétisées. La méthode
proposée a des applications potentielles dans des domaines tels que le transfert de

style, I’édition d’images et la réalité augmentée.

2.6.5 Article 5 :"Landmark-guided deformation transfer of
template facial expressions for automatic generation of

avatar blendshapes [30]"

Cet article présente une méthode pour la génération automatique de modéles
de déformation faciale a l'aide de repéres faciaux et de transfert de déformation.
Les auteurs proposent un pipeline de traitement qui utilise des repéres faciaux pour
déformer un modéle de référence en une série d’expressions faciales et pour transférer
ces déformations & un modéle cible. Les résultats montrent que cette méthode peut
produire des modéles de déformation précis et efficaces pour I’animation faciale, en
particulier pour les expressions complexes et subtiles. Les auteurs concluent que
cette méthode peut étre utilisée dans la production de films d’animation et de jeux

vidéo, ainsi que dans la recherche en psychologie sociale et cognitive.

2.6.6 Article 6 :" normalsize STYLEGAN2 for cartoon face

generation [6]"

Les auteurs proposent une méthode pour générer des visages de dessins animés
de haute qualité en utilisant StyleGAN2, un modéle génératif de pointe. Les auteurs
affinent le modéle StyleGAN2 sur un ensemble de données de visages de dessins
animés personnalisé, qu’ils créent en sélectionnant et en recadrant manuellement
des images de dessins animés existants.

Ils utilisent ensuite le modéle affiné pour générer un ensemble varié de visages
de dessins animés avec des expressions et des styles différents. Pour évaluer la qua-
lité des images générées, ils ménent une étude aupres des utilisateurs et comparent
les résultats avec les méthodes existantes de génération de visages de dessins ani-
més.L’étude montre que la méthode proposée est plus performante que les méthodes
existantes en termes de qualité visuelle et de diversité des images générées. Les

auteurs fournissent également une analyse détaillée du processus de réglage fin.
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2.6.7 Article 7 :"Automatic Unpaired Human Character Fa-
cial Retargeting Based on Deep learning Approach [19]"

Les auteurs proposent une nouvelle approche pour recibler automatiquement
les expressions faciales d’un personnage source sur un personnage cible sans avoir
besoin de données d’entrainement appariées. L’approche proposée utilise des mé-
thodes d’apprentissage profond et un pipeline en deux étapes pour le reciblage des
expressions faciales.La méthode proposée comprend deux étapes : (1) la génération
d’une image grossiére avec le modéle StyleGAN, et (2) laffinage de 'image a Paide
d’un réseau d’affinage perceptuel qui supprime les artefacts et améliore la qualité de
I'image. Dans la premiére étape, la détection des repéres faciaux est effectuée sur les
personnages Source et cible a I'aide de la bibliothéque dlib. Ensuite, un processus de
normalisation des visages est appliqué aux points de repére détectés pour supprimer
les différences de pose et d’échelle entre les visages source et cible.

Dans un deuxiéme temps, un réseau adversarial génératif (GAN) est entrainé
pour générer les expressions faciales reciblées. Le GAN se compose d’un générateur
et d’un discriminateur, le générateur prenant en entrée les repéres faciaux normalisés
du personnage source et générant un nouvel ensemble de repéres correspondant a
I'expression faciale du personnage cible. Le discriminateur est entrainé a faire la
distinction entre les points de repére générés et les points de repére cibles de la
vérité de terrain.

L’approche proposée a été évaluée sur un ensemble de données de personnages
source et cible non appariés, et les résultats ont montré que 'approche est capable de
recibler avec précision les expressions faciales du personnage source sur le personnage
cible. Les auteurs proposent dans leur approche I'industrie de ’animation pour le

reciblage facial automatique

2.6.8 Article 8 :"Normalized Avatar Synthesis Using Style-
GAN and Perceptual Refinement [22]"

Les auteurs propose une méthode pour générer des avatars de haute qualité en
utilisant StyleGAN et le raffinement perceptuel. Les auteurs notent que les méthodes
existantes de génération d’avatars produisent souvent des résultats irréalistes ou
déformés. Pour y remédier, ils proposent une approche en deux étapes : d’abord, ils
utilisent StyleGAN pour générer un avatar approximatif, puis ils utilisent un réseau
de raffinement perceptuel pour ajuster les détails et améliorer le réalisme de I'avatar.
Les auteurs évaluent leur approche sur plusieurs ensembles de données et comparent

leurs résultats avec plusieurs méthodes existantes. Ils montrent que leur méthode
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est capable de générer des avatars plus réalistes et visuellement plus agréables que
les méthodes existantes, et que I’étape de raffinement perceptuel est cruciale pour y

parvenir.

2.7 Conclusion

le visage joue un réle prépondérant dans plusieurs applications puisqu’il est I'un
des principaux vecteurs de ’émotion et de la communication chez I’humain.De plus
en plus présent sur internet, 'avatar peut étre source de valeur utilitaire et expo-
nentielle dans plusieurs domaines tel que dans la réalité virtuelle et les jeux vidéo.La
capacité de ces technique de créer des Cartoons et des avatars deviendra dans un

futur proche nécessaire, avec les capacités technologiques croissantes.



Chapitre 3

Conception

3.1 Introduction

La génération d’images, qui est le sujet principal de ce mémoire, est une forme
de modele génératif qui, en méme temps, appartient au domaine non supervisé de
I'apprentissage profond. Tl existe différentes approches de la génération d’images.
Les plus populaires sont les suivantes : les autoencodeurs variationnels et les réseaux
adversoriels génératifs.

Dans ce travail, nous nous concentrerons sur les techniques de génération d’images
faciales synthétiques a partir des points caractéristiques en générant un dessin animé
qui conserve les mémes traits faciaux que I'image d’entrée. Ce dessin animé peut
étre utilisé comme avatar dans diverses applications ou comme image clé dans des

animations.

3.2 Objectifs

L’objectif de notre travail est de concevoir et de mettre en ceuvre une application
qui permet de générer un cartoon qui conserve les mémes traits faciaux de I'image
d’entrée comme le montre dans la figure3.1. Pour cela nous proposons un systéme
qui se base sur les modéles de ’apprentissage profond. Aprés 'extraction des points
caractéristique de visage de I'image d’entrée, Nous utilisons encodeur pour extraire
un vecteur latent(512 valeur réel) , qui sera utiliser comme entrée du générateur du

modéle Stylegan3.

45
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O |

FIGURE 3.1 — L’objectif de I'application

3.3 Architecture du systéme proposé

StyleGAN3 est un modéle de génération d’images basé sur I’apprentissage au-
tomatique. Il permet de créer des photographies réalistes et de haute qualité en
controlant plusieurs variables telles que 1’édition d’images et de vidéos|3| ,le style,
la posture et les attributs de l'objet[17].Pour cette raison que nous 'avions choisi
comme modéle de base. Notre systéme est composé de trois modules :
1.Module de détection de visage et d’extraction des points caractéristiques.
2.Module de mappage, qui est un encodeur permettant de générer un vecteur latent.
3.La génération de cartoon,qui utilise le générateur pré-entrainé de StyleGan3, au-
quel est appliqué un apprentissage par transfert.

La figure(3.2) illustre cette architecture
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FIGURE 3.2 — Architecture générale de I'application

3.4 Detection de visage et Extraction les points ca-

ractéristiques

La détection de visage consiste a localiser 'emplacement du visage dans I'image.
Le détecteur de visage est un outil qui permet de repérer le visage dans une image
et de le représenter sous la forme d’une boite de délimitation ou d’une valeur rec-
tangulaire.

La bibliothéque Dlib est une technique de vision par ordinateur qui permet de
détecter 68 points de repére faciaux, tels que les yeux, le nez et la bouche. Aprés
avoir localisé le visage dans I'image, La détection des points de repére faciaux nous
fournit des informations précieuses sur les différentes caractéristiques d’un visage.

Les points de repére faciaux numérotés de 1 a 68 sont visibles dans la figure 3.4.
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FIGURE 3.3 — Les 68 points caractéristiques détecter par
Dlib[39].

La détection des points caractéristiques passe par deux étapes essentiels :

.Détection de visage : La premiére technique trouve un visage humain et
renvoie une valeur , qui est un rectangle.

.Repére du visage : Aprés avoir déterminé la position d’un visage dans une
image, nous devons parcourir des points a l'intérieur de ce rectangle.

Il existe plusieurs méthodes de détection des visages, mais nous nous concentre-
rons sur une seule dans ce billet : L’approche de Dlib. Par exemple, Opencv utilise
des cascades de LBP, alors que HAAR et DIib utilisent les algorithmes HOG (His-
togramme de Gradients Orientés) et SVM (Support Vector Machine)[39).

La Figure 3.5 illustre la premiére étape du processus.

Image

- EXTRACTION DE POINTS =
DETECTION DES VISAGES CARACTERISTIQUES — .8

FIGURE 3.4 — la premiére étape du notre processus.
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3.5 Module de mappage(Mapping module)

Apreés l'extraction des points caractéristique du I'image , Nous utilisons I’enco-

deur pour extraire un vecteur latent avec d’une taille de 512.

Mapping
module

vecteur latent (512)

FIGURE 3.5 — Le module de mappage

La figure 3.5 illustre le module de mappage. L’autoencodeur (AE) utilise donc,
ces points caractéristiques comme entrée avec une résolution de 64x64. Le modéle
autoencodeur, que nous proposons, est composé de trois couches de convolution,
chacune suivi d'une couche de Max-pooling, le résultat de ces couches est ensuite
aplati, et en tant que derniére couche de 'encodeur, une couche entiérement connec-
tée, doté de la fonction d’activation Softmax. Pour le décodeur, les couches sont

inversées. Cette architecture est résumée dans la figure 3.6.
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encoder_input | input: | [(None, 64, 64, 3)]
InputLayer output: | [(None, 64, 64, 3)]

conv2d | input: | (None, 64, 64, 3)
Conv2D | output: | (None, 64, 64, 64)

max_pooling2d | input: | (None, 64, 64, 64)
MaxPooling2D | output: | (None, 32, 32, 64)

conv2d_1 | input: (MNone, 32, 32, 64)
Conv2D | output: | (None, 32, 32, 128)

Y
max_pooling2d_1 | input: | (None, 32, 32, 128)

MaxPooling2D output: | (None, 16, 16, 128)

conv2d_2 | input: | (None, 16, 16, 128)
ConvZD | output: | (None, 16, 16, 256)

max_pooling2d_2 | input: | (None, 16, 16, 256)
MaxPooling2D output: | (None, 8, 8, 256)

flatten | input: | (None, 8, 8, 256)
Flatten | output: (None, 16384)

dense | input: | (None, 16384)
Dense | output: | (None, 512)

dense 1 | input: (None, 512)
Dense | output: | (None, 16384)

Y
reshape | input: (None, 16384)

Reshape | output: | (None, 8, 8, 256)

conv2d_transpose | input: (None, 8, 8, 256)
Conv2DTranspose | output: | (None, 16, 16, 128)

conv2d_transpose_1 | input: | (None, 16, 16, 128)
Conv2DTranspose | output: | (None, 32, 32, 64)

conv2d_transpose 2 | input: | (None, 32, 32, 64)
Conv2DTranspose | output: | (None, 64, 64, 32)

conv2d_3 | input: | (None, 64, 64, 32)
Conv2D | output: | (None, 64, 64, 3)

FIGURE 3.6 — Architecture détaillée de
I'autoencoder
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3.6 Le module de génération d’image(Synthesis mo-
dule)

La génération des images se fait a 1’aide du puissant générateur du modéle Sty-
leGAN3. Ce générateur nous permet de créer un cartoon en utilisant en entrée un
vecteur latent généré par le module de mappage. Il est important de noter que nous
utilisons une étape d’apprentissage par transfert pour le générateur pré-entrainé de

StyleGAN3.

La Figure 3.7 illustre la deuxiéme étape du processus.

Cartoon

vecteur latent (512)

Synthesis
module

FIGURE 3.7 — la troisiéme étape du notre processus

Nous avions initialement prévu d’utiliser StyleGAN2, cependant, nous avons ren-
contré un obstacle car la version TensorFlow 1 n’était plus disponible aprés la mise
a jour de Colab en Mai 2023.

Comme nous 'avions déja mentionné, StyleGAN3, développé par NVIDIA, est
un modéle génératif avancé pour la synthése d’images et de vidéos de haute qualité.
Il résout le probléme du "collage de texture" lors de la transition de morphing dans
StyleGAN2. Les améliorations incluent un nouvel algorithme d’apprentissage, une
architecture plus efficace et un nouveau jeu de données d’apprentissage. StyleGAN3
génére des images réalistes et détaillées, avec des applications potentielles dans Iart,

la mode et les jeux.
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FIGURE 3.8 — L’architecture du Stylegan3|25|.

3.7 Conclusion

Pour réaliser la tache de génération d’un visage de dessin animé (cartoon) a par-
tir d’un visage réel, nous avons concu un systéme basé sur trois étapes essentielles :
la détection et 'extraction des points caractéristiques du visage source, la généra-
tion d’un vecteur latent spécifique au visage d’entrée, et enfin la génération d’un
cartoon avec les mémes caractéristiques que le visage source. Deux phases d’appren-
tissage sont nécessaires : 'apprentissage a partir de zéro pour l'autoencodeur, et

I'apprentissage par transfert pour le générateur pré-entrainé de StyleGan3.



Chapitre 4

Implémentation

4.1 Introduction

Dans ce chapitre, nous présentons les étapes de mise en ceuvre du systéeme de
génération d’images basée sur les points de caractéristique. Notre objectif est de
concevoir un systéme qui commence par la détection d’un visage dans une image
et I'extraction de ses points caractéristiques. Pour cela,le systéme proposé et décrit
dans le chapitre précédant. Ensuite, nous décrivons les différents parameétres utilisés
dans la mise en ceuvre et I'apprentissage du systéme proposé. Enfin, nous présentons

un apercu des résultats obtenus.

4.2 Environnement de développement

Notre application a été créée a I'aide de Google Colab qui offre une grande

capacité de traitement pour ’apprentissage automatique.

4.2.1 Google Colaboratory

Google Colaboratory, parfois connu sous le nom de Colab, est un service cloud
gratuit fourni par Google, basé sur Jupyter Notebook et destiné a la formation et &
la recherche en matiére d’apprentissage automatique. Les modéles d’apprentissage
automatique peuvent étre formés directement dans le nuage a 'aide de cette plate-
forme. Ainsi, & part un navigateur, nous n’avons pas besoin d’installer quoi que ce

soit sur notre machine[26].

23
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FIGURE 4.1 — Interface de Colab

Colab vous permet d’utiliser des accélérateurs matériels tels que les GPU et les
TPU pour accélérer 'exécution d’opérations particuliéres telles que I'apprentissage
en profondeur. Cela permet d’accélérer le traitement des taches complexes sur le

plan informatique.

4.3 Langage de programmation et bibliothéques uti-
lisées
4.3.1 Python

Python est un langage de programmation général de haut niveau qui est lar-
gement utilisé. Le langage de programmation Python (derniére version Python 3)
est utilisé dans le développement web, les applications d’apprentissage automatique
et toutes les technologies logicielles de pointe. Python est utilisé par pratiquement
tous les géants de linternet, notamment Google, Amazon, Facebook, Instagram,
Dropbox, Uber, etc. Python est aujourd’hui le langage de programmation de haut
niveau polyvalent le plus utilisé, permettant la programmation dans les paradigmes
orienté objet et procédural. Les applications Python sont généralement plus petites
que celles écrites dans d’autres langages de programmation tels que Java. Les pro-
grammeurs doivent taper trés peu, et I'exigence d’indentation du langage garantit

que leur code est toujours compréhensible.[11]

4.4 Les bibliothéques utilisées

4.4.1 TensorFlow

TensorFlow est une plateforme d’apprentissage automatique open source com-

pléte. Elle propose un écosystéme riche et flexible d’outils, de bibliothéques et de
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ressources communautaires qui permettent aux universitaires de repousser les li-
mites de 'apprentissage automatique et aux développeurs de créer et de déployer
simplement des applications basées sur 'apprentissage automatique. TensorFlow a
été créé par des chercheurs et des ingénieurs de 1’équipe Google Brain de ’organi-
sation Machine Intelligence Research de Google pour entreprendre des recherches
sur apprentissage automatique et les réseaux neuronaux profonds. Le systéme est
suffisamment large pour étre utilisé dans un large éventail de domaines. TensorFlow
offre des API Python et C++ robustes, ainsi qu’une compatibilité ascendante non

garantie avec d’autres langages [12].

4.4.2 Keras

Keras est une API de réseau neuronal de haut niveau basée sur Python qui
s’interface avec TensorFlow, CNTK et Theano. Il a été créé dans le but de permettre
une expérimentation rapide. La capacité de passer d’un concept & un résultat en un
minimum de temps est essentielle pour une recherche efficace. Keras est un bon
choix si vous voulez une bibliothéque qui : permet un prototypage rapide et facile
(grace & sa convivialité, sa modularité et son extensibilité). Les réseaux convolutifs
et récurrents, ainsi que les mélanges des deux, sont pris en charge. fonctionne de

maniére transparente sur le CPU et le GPU[2].

4.4.3 Numpy

NumPy est la bibliothéque Python fondamentale pour le calcul scientifique. Il
s’agit d’une bibliothéque Python qui comprend un objet tableau multidimensionnel,
divers objets dérivés (tels que les tableaux masqués et les matrices) et une variété de
routines permettant d’effectuer des opérations rapides sur les tableaux, telles que des
opérations mathématiques, logiques, de manipulation de formes, de tri, de sélection,
d’E/S, de transformée de Fourier discréte, d’algébre linéaire de base, d’opérations

statistiques de base, de simulation aléatoire, et bien plus encore[47].

4.4.4 Matplotlib

Matplotlib est une bibliothéque de dessin open-source qui prend en charge un
large éventail de formats de dessin. Quelques lignes de code suffisent pour créer
des graphiques, des histogrammes, des diagrammes a barres et d’autres types de
diagrammes. Elle est couramment utilisée dans les serveurs d’applications web, les

scripts shell et les scripts Python [41].
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4.4.5 Gradio

Gradio est une bibliothéque Python open-source qui offre la possibilité de créer
facilement des composants d’interface utilisateur personnalisables et conviviaux pour
vos modéles d’apprentissage automatique, des API ou méme des fonctions Python,
en utilisant seulement quelques lignes de code. Avec Gradio, vous pouvez intégrer
I'interface graphique directement dans votre environnement de développement, tel
que le carnet Jupyter, ou la partager sous forme de lien avec d’autres utilisateurs.
Cela facilite la visualisation et l'interaction avec vos modéles et fonctionnalités, ren-

dant leur utilisation plus accessible et conviviale[23].

4.5 Implémentation et apprentissage

4.5.1 Bases de données utilisées

Nous avons utilisé I’ensemble de données FERG-DB avec expressions faciales an-
notées contenant 55 769 images de visages annotées de six personnages de 256%256
pixels en format PNG, étiquetée en 7 classes : 0=colére,1=dégotit, 2=peur, 3=joie,4=triste,
Sb=surprise, 6=neutre. La figure4.2 montre la distribution des images d’une caractére
par classe dans la base de données FERG-DB.

Distribution of images of training dataset
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Emotions

FIGURE 4.2 — Nombre d’images par émotions de caractére aia de
la base de donnes FERG
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Les tests ont été réalisés en utilisant les bases de données CK+[21] et CelebA[20]

pour évaluer les performances.

4.5.2 Implémentation de ’autoencodeur

Pendant la phase d’apprentissage, nous avons testé plusieurs configurations ba-
sées sur la modification de certains paramétres du réseau tels que :
La taille du lot
nombre d’epochs
le taux d’apprentissage

le nombre d’itération.

Différentes configurations ont été expérimentées, elles sont résumées dans le ta-

bleau 4.1 suivant :

Test Nombre Batch size
d’epoch

Test 1 100 64

Test 2 100 32

Test 3 50 32

Test 4 50 64

Test 5 200 32

TABLE 4.1 — Les parameétres d’apprentissage de ’autoencodeur

4.5.3 Implémentation du générateur

Avant d’utiliser le générateur StyleGan3, il est nécessaire de le former sur notre
ensemble de données. Voici les étapes suivies pour accomplir cet apprentissage :
1.Préparation de la base de données :

e Réduction de la taille de la base de données FERG-DB a 2067 images.

e Redimensionnent des images de la base de données en 64*64, Conversion des images
en format RGB.

2- Le lancement de I'apprentissage du modéle :

—outdir=/content /out /results

—ctg=stylegan3-r

—data—=/content/mydataset.zip

—gpus—1
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—batch=32
—batch-gpu==8
—gamma=6.6
—mirror=1
~kimg=1000
—snap—>50

4.6 Reésultats et discussions

Aprés avoir effectué plusieurs essais, nous avons obtenu une précision de 77% pour
I’expérience 1. Il est & noter que l'expérience 2 a atteint une précision supérieure
de 82%, tandis que I'expérience 5 a obtenu une précision de 78%.Les courbes de
précision et de pertes de ces expérimentations sont présentées dans les figures(4.4,
4.5).ces expérimentations présentent un sur apprentissage. Pour cette raison nous
avons choisi I'expérimentation 5 (figure (4.3)).

Les résultats sont synthétisés dans le tableau 4.1 ci-dessous :

Test Résultat

Test 1 Evaluation
loss : 0.10
Evaluation
accuracy : 0.78
Test 2 Evaluation
loss : 0.05
Evaluation
accuracy : 0.87
Test 3 Evaluation
loss : 0.020
Evaluation
accuracy : 0.80

Test 4 Evaluation
loss :  0.032
Evaluation
accuracy : 0.81
Test 5 Evaluation
loss : 0.030
Evaluation
accuracy : 0.77

TABLE 4.2 — Les Résultats d’évaluation réalisées
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4.7 Quelques résultats

Apreés ’étape de I’évaluation du modéle, nous 'avons testé le générateur sur des

images de I’ensemble de données CK+ et celebA (figure 4.6).

Visage point de Cartoon
d'entree caractéristique généré

FIGURE 4.6 — Quelques exemples de génération de cartoon.

Aprés avoir effectué plusieurs entrainements de notre modéle sur différents comptes
Google Colab, nous avons obtenu les résultats présentés dans le figure 4.6. Nous ob-
servons que les images générées ont une qualité inférieure, ce qui est da a la néces-
sité d’un apprentissage avec plus de cartes graphiques (GPU) puissantes et plusieurs

jours d’entrainement. Nous avons obtenu a la fois de mauvais résultats et de bons
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résultats, ou les expressions faciales des visages générés semblent se rapprocher des

expressions des visages d’entrée.

4.8 Conclusion

Dans ce chapitre, nous avons présenté les résultats des différentes expériences
effectuées sur 'extraction des points caractéristique et sur la génération des images
de visages de cartoon. Les résultats obtenus sont prometteurs et les performances de
notre systéme peuvent étre améliorées en utilisant un ensemble de données plus vaste
pour 'apprentissage du générateur StyleGAN3. De plus, il serait bénéfique d’avoir
accés a des machines et des outils plus performants, tels que Colab Pro, qui ne sont
pas encore disponibles en Algérie, afin de générer des images de haute qualité avec

des capacités exceptionnelles.



Conclusion générale

Dans le domaine de translation d’image & image, les modéles existants peuvent
générer des images de visages cibles réalistes, mais il est difficile de conserver les
caractéristiques faciales de I'image source. Pour y remédier, nous proposons dans ce
mémoire une méthode de génération d’image qui consiste & générer des images de
visages de dessins animés a partir d’images de visages réels, en affinant le générateur
de stylegan3 pré-entrainé. L’objectif est donc de créer des dessins animés uniques
et attrayants qui ressemblent d’avantage a la personne réelle et qui peuvent enrichir

I'expérience de 1'utilisateur.

Notre systéme se compose de trois modules : tout d’abord, le module de détection
et d’extraction des points caractéristiques, qui sert d’entrée au deuxiéme module,
lequel extrait le vecteur latent a ’aide de I’encodeur. Le dernier module génére des

images de dessins animés a 'aide du générateur affiné StyleGANS3.

Lors de la mise en ccuvre de ce travail, une phase d’apprentissage est néces-
saire a la fois pour 'autoencodeur et pour le générateur. L’autoencodeur proposé a
été entrainé sur le jeu de données FERG-DB et aprés plusieurs expériences, nous
avons obtenu une précision de 78%. L’apprentissage par transfert a été appliqué a
StyleGAN3. Ce dernier a été entrainé sur un sous-ensemble de la base de données
FERG-DB.

Tout au long de la conception et de la mise en ceuvre de ce travail, nous avons
été confrontés a un certain nombre de problémes. En effet, deux problémes majeurs
ont ralenti notre progression dans la phase de génération des dessins animés. Le
premier probléme était lié aux versions des bibliothéques utilisées, notamment en
ce qui concerne le générateur pré-entrainé. Le second probléme était le manque de
ressources GPU, qui a affecté la vitesse d’exécution du systéme.

La performance de notre systéme pourrait étre encore améliorée dans des projets

futurs. Dans cette optique, nous proposons les points suivants a étudier :
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e Proposer une approche d’apprentissage innovante utilisant une nouvelle fonc-

tion de perte pour le générateur StyleGAN3.

e Optimiser 'apprentissage du systéme de génération en tirant parti de plusieurs
GPU.

e Augmenter la qualité de I’apprentissage en utilisant plusieurs bases de données

pour assurer une généralisation optimale.
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